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Περίηψη

Στο παίσιο αυτής της Διπματικής ερασίας, εισάουμε μια νέα μέοδο κατηοριοποί-
ησης εικόνν, η οποία ενσματώνει το ρικό ταίριασμα και τη δεικτοδότηση στη διαδικα-
σία ταξινόμησης. Το ρικό ταίριασμα ασίζεται στο ταίριασμα πυραμίδας Hough (Hough
pyramid matching (HPM), η δεικτοδότηση ασίζεται στη δομή του ανεστραμμένου αρείου
όπς στην ανάκτηση εικόνν και η ταξινόμηση πραματοποιείται με μια μηχανή διανυσμάτων
υποστήριξης (support vector machine (SVM) ς ταξινομητή ποών κάσεν.

Χρησιμοποιούμε την τενική HPM ς μέτρο ομοιότητας και κάνοντας οικές υποέ-
σεις δείνουμε ότι αποτεεί πυρήνας Mercer. Στην κατεύυνση αυτή, το εκφράζουμε σαν
ένα εστερικό ινόμενο σε έναν ώρο ποών διαστάσεν, όπου οι εικόνες διαέτουν μια
καντισμένη αναπαράσταση τν τοπικών αρακτηριστικών τους και τν περιραφέν τους.
Στη συνέεια ρησιμοποιούμε αυτόν τον πυρήνα στην εκπαίδευση με SVM αντί ια κάποιο
ραμμικό πυρήνα, ο οποίος είναι η τυπική επιοή με άση το μοντέο “σάκος οπτικών λέξεων”
(bag of words) (BoW). είναι η πρώτη φορά που μια συνάρτηση πυρήνας αμάνει υπόψιν τη
ρική διάταξη, διατηρώντας το αναοίτο ς προς τη μετατόπιση, την κίμακα και την
περιστροφή. Στις περισσότερες περιπτώσεις, τενητές μεταοές είναι ο μόνος τρόπος να
επιτευεί το εμετρικό αναοίτο, με μια εκετική αύξηση του ρόνου εκπαίδευσης.

Εκπαιδεύουμε ένα δυαδικό SVM ταξινομητή ια κάε κατηορία ακοουώντας την προ-
σέιση “ένα έναντι τν υποοίπν” (one-versus-the-rest) και στη συνέεια συνδυάζουμε
τους μεμονμένους ταξινομητές σε έναν ταξινομητή ποών κάσεν. Συκριτικά με τον τα-
ξινομητή του “πιο κοντινού είτονα” (nearest neighbor) που ρησιμοποιούν ια παράδειμα
οι μέοδοι ανάκτησης εικόνν, εκμεταευόμαστε την αραιή αναπαράσταση τν SVM: σε
ρόνο ταξινόμησης, η εικόνα αναζήτησης ταιριάζεται με HPM με άση μόνο τα διανύσματα
υποστήριξης. Παρόα αυτά, το ταίριασμα δε ρειάζεται να είναι εξαντητικό. Τα διανύσματα
υποστήριξης δεικτοδοτούνται με άση ένα ανεστραμμένο αρείο, και o HPM εφαρμόζεται
μόνο σε ένα μικρό υποσύνοο, το οποίο έει την υψηότερη κατάταξη με άση κάποιο α-
μτό μέτρο, όπς ια παράδειμα με άση το BoW. Η μέοδος επομένς εφαρμόζεται εύκοα
σε ταξινόμηση μεάης κίμακας, ενώ η εκπαίδευση νέν κάσεν δεν απαιτεί επανεκπαί-
δευση τν ήδη υπαρόντν.

Λό της φύσης τν τοπικών αρακτηριστικών και της ρήσης τους σε ταίριασμα που
διατηρεί το αναοίτο, η μέοδος είναι η πιο κατάηη ια ανανώριση συκεκριμένν
αντικειμένν. Εμείς την εφαρμόζουμε σε ανανώριση αξιοέατν, διεξάοντας πειράματα σε
δικό μας σύνοο δεδομένν, το οποίο έει κατασκευαστεί από το σύνοο δεδομένν World
cities μέσ μιας ημιαυτόνομης διαδικασίας, η οποία συνδυάζει οπτική και εραφική συ-
σταδοποίηση. Συκρίνουμε με έναν ταξινομητή αναφοράς (baseline), ο οποίος ρησιμοποιεί
BoW και πετυαίνουμε περισσότερο από διπάσια αύξηση σε ακρίεια ια πειράματα μέρι

7



8

και 68 αξιοέατν.

Λέξεις κειδιά

Κατηοριοποίηση εικόνν, εκμάηση με ρήση πυρήνν, ρικό ταίριασμα, δεικτοδότηση,
ανάκτηση εικόνν, ανανώριση αξιοέατν



Abstract

In the framework of this Diploma thesis we introduce a new image categorization
method, which integrates spatial matching and indexing in the classification process.
Spatial matching is based on Hough pyramid matching (HPM); indexing is based on
an inverted file structure as in image retrieval; and classification is carried out with a
multiclass support vector machine (SVM) classifier.

We use HPM as an image similarity measure and we show that under reasonable
assumptions it is a Mercer kernel. We do so by explicitly expressing it as an inner product
in a high dimensional space where images lie given an appropriate quantized representation
of their local features and descriptors. We then use this kernel for SVM training instead
of a linear kernel, which is a typical choice under the bag of words (BoW) model. It is
the first time that a kernel function takes spatial configuration into account while being
invariant to translation, scale and rotation. In most cases, artificial perturbations are the
only way to achieve geometric invariance, with an exponential increase of training time.

We train one binary SVM classifier for each category following an one-versus-the -rest
strategy and then combine individual classifiers into one multiclass classifier. Comparing
to nearest-neighbor classifier using e.g. image retrieval methods, we exploit the sparse
representation of SVMs: at classification time, the query image is matched via HPM against
the chosen support vectors only. However, matching need not be exhaustive. Support
vectors are indexed into an inverted file, and HPM may be applied only to a small subset
that is top-ranking according to any scalar similarity measure, e.g. based on BoW. The
method therefore easily applies to large scale classification, while training for unseen classes
does not require re-training for existing ones.

Due to the nature of local features and their use in invariant matching, the method
is most appropriate for specific object recognition. We apply it to landmark recognition,
conducting experiments on our own dataset, constructed from the World cities dataset via
a semi-automatic process that combines visual and geographical clustering. We compare to
a baseline classifier using a BoW representation and achieve more than a twofold increase
in accuracy on experiments of up to 68 landmarks.

Keywords

Image categorization, kernel learning, spatial matching, indexing, image retrieval, landmark
recognition
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Κεφάαιο 1

Εισαή

1.1 Περιραφή προήματος

Πηώρα εφαρμοών, σε διαφόρους επιστημονικούς κάδους στη σημερινή πραματικό-
τητα αναδεικνύουν την ανακαιότητα ια μηανές ανανώρισης οπτικού περιεομένου σε
εικόνες. Η ευρεία εξάπση τν έξυπνν τηεφώνν, καώς και η ραδαία ανάπτυξη εφαρ-
μοών διαείρισης και αναζήτησης εικόνν, και κυρίς ιστοσείδν κοινοποίησης εικόνν
στον πακόσμιο ιστό, όπς το Facebook και το Flickr, συντεούν στη δημιουρία οοένα
περισσότερν και ποικιόμορφν συοών ψηφιακών εικόνν. Η ανάκη διαείρισης τν
συοών αυτών, εί στην αναζήτηση τενικών ια την αξιοποίηση της σημαντικής σετικά
με το περιεόμενο τν εικόνν πηροφορίας.

Σήμα 1.1: Δείμα εικόνν του αξιοέατου Louvre Pyramid από το δικό μας σύνοο δεδο-
μένν, οι οποίες αρακτηρίζονται από διαφορετική οπτική νία ήψης, κίμακα, φτισμό,
ύπαρξη οπτικών εμποδίν και αταξία περιάοντος .

Κασσικό πρόημα στην όραση υποοιστών, στην επεξερασία εικόνας και τη μηα-
νική όραση αποτεεί η ανάκη να αποφασίσουμε αν μια εικόνα περιαμάνει ένα συκεκρι-
μένο αντικείμενο, αρακτηριστικό ή δραστηριότητα και περιράφεται με τον όρο αναγνώριση

15
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(recognition). Μια διαδικασία αυόρμητη και εύκοη ια τον άνρπο, μοιάζει πούποκη
ια μια μηανή, ιδιαίτερα στη ενική περίπτση όπου αναζητούμε αυαίρετα αντικείμενα, 1)
σε αυαίρετες έσεις σε σέση με το φτοραφικό φακό/ποικιία οπτικής νίας (viewpoint
variation), 2) σε αυαίρετη κίμακα (scale), 3) αυαίρετες συνήκες φτισμού (illumination),
4) οπτικών εμποδίν (occlusion), 5) αταξίας περιάοντος (background clutter) και 6) πα-
ραμόρφσης (deformation) (σήμα 1.1).

Σήμα 1.2: Πεταούδες από το σύνοο δεδομένν Caltech-101 ς παράδειμα ανανώρισης
κατηορίας αντικειμένν.

Στη ιιοραφία αναφέρονται διάφορα προήματα ανανώρισης. Η διαφοροποίησή τους
έκειται σε δύο ασικά αρακτηριστικά, α) στο αν υπάρει ένα αντικείμενο ή αρακτηριστικό
σε μια εικόνα σε σέση με το που και ) στο αν έουμε να ανανρίσουμε συκεκριμένα
αντικείμενα ή οόκηρες κατηορίες αντικειμένν. Το πρώτο στοιείο διαφοροποίησης αφορά
στο είδος της απάντησης που αναζητά το πρόημα ναί/όι σε σέση με τη έση του αντικει-
μένου στην εικόνα, ενώ το δεύτερο στοιείο προσδιορίζει το αμό ενίκευσης του δεδομένου
προήματος ανανώρισης (σήμα 1.3). Αναφέρουμε τρία ασικά προήματα ανανώρισης.

• Ανίχνευση (Detection), όπου προσπαούμε να ανανρίσουμε ένα μεμονμένο αντικεί-
μενο ή αρακτηριστικό το οποίο καύπτει οόκηρη την εικόνα. Στην περίπτση αυτή
ια παράδειμα, μια πεταούδα με δεδομένο σήμα διαφοροποιείται ς αντικείμενο από
μια άη με έστ και εάιστα διαφορετικό σήμα. Αντίετα ένα πρόημα κατηοριο-
ποίησης α ανέετε τις δύο πεταούδες στην ίδια κατηορία (σήματα 1.2, 1.4).

• Αναγνώριση κατηγοριών (Category recognition), όπου καούμαστε να ανανρίσουμε
εκπαιδευμένα αντικείμενα, κατηορίες αντικειμένν, όπς αυτοκίνητα, πρόσπα, οπου-
δήποτε στην εικόνα. Σκοπός είναι να απαντήσουμε καταφατικά ή αρνητικά (σήμα 1.2).

• Ανάκτηση (Retrieval), όπου επιδιώκουμε να ταιριάξουμε την εικόνα αναζήτησης με
κάποιες εικόνες άσης σε μια οική ταιριάσματος των πιο κοντινών “γειτόνων” (nearest
neighbours matching), με σκοπό στη συνέεια την ανάκτηση τους ς ομοίν. Κατά τη
διαδικασία εκτίμησης του κατά πόσο δύο εικόνες ταιριάζουν, αναζητώνται αντικείμενα
ή κατηορίες αντικειμένν οπουδήποτε στην εικόνα.
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mountain
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tree
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(α) ()

Σήμα 1.3: Διαφοροποίηση προημάτν ανανώρισης. (α) Ανανώριση συκεκριμένν αντι-
κειμένν () Ανανώριση κατηοριών http://cs.nyu.edu/ fergus/icml_tutorial/.

Οι υπάρουσες τενικές κατηοριοποίησης εικόνν παρουσιάζουν διάφορα προήματα.
Συνά απαιτούν ακριή ευυράμμιση τν εκπαιδευόμενν εικόνν και το διαρισμό τους
σε διαφορετικές οπτικές νίες, διαδικασία ρονοόρα που δυσεραίνει την επιδίξη ια ε-
νίκευση. Άες περιαμάνουν τον προσδιορισμό κάποιν καοικών αρακτηριστικών της
εικόνας, διαδικασία δύσκοη σε εικόνες με έντονη ποικιομορφία, ενώ κάποιες στερούνται
του αναοίτου όσον αφορά στην ποικιία τν συνηκών που αναφέραμε στην προηούμενη
παράραφο, στην προσπάεια ενσμάτσης της ρικής πηροφορίας της εικόνας (SPM).

Σετικά με την ανάκτηση εικόνν, οι πιο ποές τενικές ταιριάσματος εξετάζουν ένα
σύνοο υποέσεν ομομορφικών μετασηματισμών επί αρακτηριστικών ποών διαστάσεν
τν εικόνν, και επιέουν κάε φορά τη έτιστη υπόεση με άση κάποιο κριτήριο απο-
νομής ψήφν. Ο συνοικός αριμός τν ψήφν καορίζει την κατάταξη τν εικόνν προς
ανάκτηση σετικά με την εικόνα αναζήτησης (RANSAC, LO-RANSAC, FSM). Στο παίσιο
αυτό παρατηρούνται σημαντικά προήματα στον επιτυή καορισμό του συνόου τν υπο-
έσεν και σημαντικό υποοιστικό κόστος στην εξέταση τους προς εύρεση της έτιστης
αυτών, με αποτέεσμα οι ρόνοι αναζήτησης να παραμένουν μεάοι. Επιπέον, ο αμός
ομοιότητας τν εικόνν εξάεται με άση αμηού επιπέδου αρακτηριστικά, τα οποία δεν
παρουσιάζουν άμεση συσέτιση με το σημασιοοικό περιεόμενο της εικόνας. Το εο-
νός αυτό καιστά ανακαία την ενσμάτση της ρικής πηροφορίας σε δεύτερο στάδιο,
με ασική επιδίξη παράηα τη διατήρηση του αναοίτου ς προς την κίμακα, την
περιστροφή και τη μετατόπιση και κατ’επέκταση της διακριτικής ικανότητας.

Παρά τις δυσκοίες και τα προήματα που παρουσιάζει, η ανάκτηση εικόνν παρέει ένα
ισυρό και αποτεεσματικό παίσιο, όσον αφορά στην εξαή του αμού ειτνίασης δύο
εικόνν, τη στιμή που οι τενικές εκμάησης αδυνατούν να ανταποκριούν σε ακρίεια, στην
ανανώριση τν εκάστοτε κατηοριών, δεδομένου ενός αμού ενίκευσης. Γεννάται οιπόν

http://cs.nyu.edu/~fergus/icml_tutorial/
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Σήμα 1.4: Παράδειμα ανίνευσης αντικειμένν σε μια πούποκη σκηνή [15]. Οι εικόνες
εκπαίδευσης φαίνονται πάν αριστερά και η 640 × 315 εικόνα εέου, η οποία έει ηφεί
από διαφορετική οπτική νία πάν δεξιά. Οι περιοές που έουν ανινευτεί φαίνονται στην
κάτ εικόνα, με τα “σημεία κειδιά”(keypoints) να αναπαρίστανται με τετράνα και ένα
εξτερικό παραηόραμμο να δείνει τα όρια τν εκπαιδευμένν εικόνν με άση τον
αφινικό μετασηματισμό που ρησιμοποιήηκε κατά την ανανώριση.

το ερώτημα αν α μπορούσαμε να εκμεταευτούμε την αποτεεσματικότητα της διαδικασίας
ανάκτησης σετικά με τον τρόπο συσέτισης τν εικόνν, στην κατεύυνση της ετίσης
της κατηοριοποίησης εικόνν. Μια τέτοια προσέιση φαίνεται να υπόσεται την εκπαί-
δευση μοντέν ταξινόμησης, τα οποία αποτυπώνουν με μεαύτερη ακρίεια τα αρακτη-
ριστικά τν διαφόρν κατηοριών “παντρεύοντας” κατά κάποιο τρόπο ενίκευση εκμάησης
και διακριτική ικανότητα, συμάοντας στην αποτεεσματικότητα και στην αποδοτικότητα
της κατηοριοποίησης εικόνν.

Το πρόημα οιπόν που α μας απασοήσει στην προκειμένη ερασία είναι η κατηοριο-
ποίηση εικόνν στα παίσια της διαδικασίας ανάκτησης εικόνν σε μηανές αναζήτησης από
μεάες άσεις εικόνν. Όταν αναφερόμαστε στην κατηοριοποίηση εικόνν ασική επιδίξη
αποτεεί η εύρεση τενικών, οι οποίες είναι αρκετά ενικές ώστε να ειτουρούν αποτεε-
σματικά παρουσία ποών κατηοριών αντικειμένν ταυτόρονα, ενώ παράηα μπορούν
εύκοα να επεκταούν, ώστε να συμπεριαμάνουν νέες κατηορίες αντικειμένν. Πέρα από
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τη δυνατότητα ενίκευσης έναντι στις παρααές τν αντικειμένν μιας κάσης, αυτές οι
τενικές είναι σημαντικό να αντιμετπίζουν ικανοποιητικά και τις έξι δυσκοίες που προανα-
φέραμε, φαινόμενα εενή στο φυσικό κόσμο.

1.2 Συνεισφορά ερασίας

Η ειτουρία μιας μηανής κατηοριοποίησης εικόνν αξιοοείται με άση δύο κύρια
κριτήρια, την αποτελεσματικότητα της, δηαδή πόσο ορά αποδίδει τα εκάστοτε δείματα
εέου στις υποψήφιες κατηορίες, και την αποδοτικότητα της, δηαδή πόσο υποοιστικό
ώρο και ρόνο απαιτεί ια να παρέει μια απάντηση στο ρήστη. Έοντας κατά νού τα δύο
αυτά κριτήρια, επιειρούμε να συνδυάσουμε δύο αυτόνομες ερίες προκειμένου να επφεη-
ούμε τν πεονεκτημάτν τους σε ένα ενοποιημένο παίσιο, την εκμάηση και το ρικό
ταίριασμα εικόνν, όπς αυτό έει ενσματεί σε μια διαδικασία ρικής επαήευσης και
δεικτοδότησης στη διαδικασία ανάκτησης εικόνν.

Ήδη υπάρουσες τενικές επιδιώκουν την επίυση της κατηοριοποίησης εικόνν απο-
συνδεδεμένα συνής από τη διαδικασία είτε δεικτοδότησης, είτε ρικού ταιριάσματος στις
μηανές αναζήτησης εικόνν. Οι Csurka και Dance στο [8] εισάουν μια μέοδο οπτικής
κατηγοριοποίησης (visual categorization) με άση τη ερία “σάκος” από σημεία κλειδιά (bag
of keypoints) και εφαρμόζουν ταξινόμηση ποών κάσεν με μηανές διανυσμάτν υποστή-
ριξης (SVM) και ραμμικό πυρήνα. Οι Lazenbnik, Schmid και Ponce στο [13] αναπτύσσουν
μια μέοδο ρικού ταιριάσματος πυραμίδας και εισάουν το αποτέεσμα της υπό τη μορφή
πυρήνα σε SVM προκειμένου να εφαρμόσουν στη συνέεια ταξινόμηση ποών κάσεν.
Ακόμη οι Li, Crandall και Huttenlocher στο [14] εφαρμόζουν με τον ίδιο τρόπο ταξινό-
μηση ποών κάσεν, αξιοέατν ια την ακρίεια, είτε αξιοποιώντας παράηα κάποια
πηροφορία κειμένου που συνοδεύει τις εκπαιδευόμενες εικόνες, είτε εισάοντας ρονικούς
περιορισμούς στο πρόημα εκμάησης σετικά με ακοουίες εικόνν που παρουσιάζουν
κάποια ρονική συσέτιση και έουν κοινοποιηεί από τον ίδιο ρήστη.

Οι Tolias και Avrithis στο [20] εισάουν τον αόριμο ταιριάσματος πυραμίδας Hough
(HPM), μια τενική ααρού, ρικού ταιριάσματος, η οποία είναι ανεξάρτητη από μεταση-
ματισμούς ομοιότητας και δεν απαιτεί τη ρονοόρα διαδικασία ετιστοποίησης και απαρί-
μησης ψήφν, που περιαμάνουν ποές υπάρουσες μέοδοι ρικού ταιριάσματος. Επι-
πέον, παρουσιάζει ευειξία, καώς διατηρεί τη μη άκαμπτη κίνηση και το ποαπό ταίριασμα
επιφανειών και αντικειμένν, ρίς όμς να άνει και το αναοίτο σε κίμακα, μετατόπιση
και περιστροφή. Όα αυτά τα αρακτηριστικά συνέτουν μια μέοδο που εκμεταεύεται τη
ρική πηροφορία με αποδοτικό τρόπο, δίνοντας παράηα τη δυνατότητα ενσμάτσης
ρήορν και εύκοα υοποιήσιμν αορίμν ια την ανακατάταξη εικόνν σε μηανές
αναζήτησης.
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Σήμα 1.5: Παράδειμα ανάκτησης εικόνν από την εφαρμοή VIRaL
(http://viral.image.ntua.gr) [12]. Αποτεέσματα επιτυούς οπτικού ταιριάσματος, το-
ποεσίας και ανανώρισης αξιοέατου. Πάν αριστερά: άρτης που απεικονίζει τις
ακριείς έσεις τν παρόμοιν εικόνν (similar images) (μπέ ενδείξεις) και η εκτιμώμενη
τοποεσία της εικόνας αναζήτησης (κόκκινες ενδείξεις).Πάν δεξιά: η εικόνα αναζήτησης
μαζί με τα σύνοα τν πιο συνών και προτεινόμενν ετικετών (tags). Κάτ: οπτικά
παρόμοιες εικόνες.

http://viral.image.ntua.gr
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Σήμα 1.6: Κατηοριοποίηση εικόνν με SVM και πυρήνα πυραμίδας Hough

Στην παρούσα διπματική ερασία αναπτύσσουμε μια μέοδο κατηοριοποίησης εικό-
νν με SVM, η οποία ενσματώνει την τενική HPM, ενώ συνδέεται άμεσα με τη διαδικασία
δεικτοδότησης της ανάκτησης εικόνν με ανεστραμμένο αρείο. Αφού αποδείξουμε ότι το
αποτέεσμα της τενικής HPM αποτεεί πυρήνας, εκπαιδεύουμε μεμονμένους ταξινομητές
κατηοριών εικόνν SVM, οι οποίοι στη συνέεια συνδυάζονται σε μια διαδικασία ταξινόμη-
σης ποών κάσεν με άση την προσέιση “ένα έναντι τν υποοίπν” (one versus the
rest) την οποία και α αναπτύξουμε σε επόμενο κεφάαιο 3.7. Παράηα η μέοδος που
εισάουμε, ρησιμοποιεί το ανεστραμμένο αρείο ια τον υποοισμό τν τιμών του πυρήνα
HPM, επιταύνοντας με αυτό τον τρόπο σημαντικά τη διαδικασία εκπαίδευσης. Τα ήματα
της μεόδου κατηοριοποίησης απεικονίζονται συνοπτικά στο ράφημα 1.6.

Συνοψίζουμε διαδοικά τα εξής:

• Για πρώτη φορά εισάεται σε SVM πυρήνας πέραν του ραμμικού, ο οποίος να συνδυάζει
ρική πηροφορία και το αναοίτο. Συκεκριμένα, πετυαίνουμε την εκμετάευση
τν αραιών και συμπαών αναπαραστάσεν τν ύσεν που παρέουν τα SVM, σε
συνδυασμό με την αποδοτική αξιοποίηση της ρικής πηροφορίας που προσφέρει η
τενική HPM, δεδομένου ότι διατηρείται το αναοίτο σε κίμακα, μετατόπιση και
περιστροφή.

• Συνδυάζεται η διαδικασίας ανάκτησης εικόνν με την διαδικασία εκμάησης με σκοπό
τη ετίση της κατηοριοποίησης εικόνν, σε μια οική εξισορρόπησης διακριτικής
ικανότητας και προσπάειας ια ενίκευση.

• Εισάουμε μια αποτεεσματική μέοδο κατηοριοποίησης και ρικού ταιριάσματος,
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υποσόμενη καύτερους υποοιστικούς ρόνους και απαιτήσεις σε μνήμη στις μη-
ανές ανάκτησης εικόνν από μεάες άσεις εικόνν, η οποία ταυτόρονα παρέει
την προοπτική ενσμάτσης σημασιοοικού περιεομένου στη διαδικασία ανάκτησης
εικόνν.

Όσον αφορά στην υοποίηση, στο παίσιο της διπματικής ερασίας και ια την κάυψη
τν απαιτήσεν της πειραματικής διαδικασίας ασοήηκα εκτενώς με πηώρα εφαρμοών
και την ανάπτυξη κώδικα.

Αρικά διεξήησαν αρκετά πειράματα στο περιάον Matlab ια την εξοικείση με τα
SVM και τις διάφορες μοντεοποιήσεις τους σε συνετικά κυρίς δεδομένα και με συνήεις
πυρήνες όπς ο ραμμικός και ο Gaussian. Σε αυτό το πρώτο στάδιο πραματοποιήηκε
παράηα και μιας μορφής αξιοόηση τν δεδομένν εραείν εκπαίδευσης, καώς και
μια προσπάεια ετιστοποίησης τν διαφόρν παραμέτρν ια την εξαή υψηών τιμών
ακρίειας ταξινόμησης τν δειμάτν εέου.

Στη συνέεια, ασοήηκα με τις εικόνες σε πρώτη φάση υοποιώντας το ραμμικό πυ-
ρήνα BoW σε C++, στο προραμματιστικό περιάον Visual Studio, όπς αυτός υοποιεί-
ται στο παίσιο της διαδικασίας ανάκτησης εικόνν με ανεστραμμένο αρείο, με σκοπό τόσο
την εξοικείση με τη ώσσα προραμματισμού, όσο και τη αύτερη κατανόηση της διαδικα-
σίας. Ακοούς, ρησιμοποιήσαμε έτοιμους πυρήνες HPM υποοισμένους σε εξυπηρετητή
του εραστηρίου, προς σύκριση με το ραμμικό πυρήνα BoW και έεο της αρικής ιδέας
σε μικρή κίμακα, δεδομένου του ερευνητικού αρακτήρα της ερασίας.

Με ετικά οιπόν αποτεέσματα από τη μέρι τότε διαδικασία, προρήσαμε σε μεαύτε-
ρης κίμακας πειράματα στον εξυπηρετητή του εραστηρίου σε μεαύτερη άση εικόνν. Για
τις ανάκες τν πειραμάτν στον εξυπηρετητή εξοικειώηκα με τη ώσσα προραμματισμού
Bash shell programming σε περιάον Linux/Unix και όοι οι υποοισμοί πραματοποι-
ήηκαν σε συνδυασμό και με εκτεέσιμα αρεία προερόμενα από κώδικα σε C++.

Να σημειώσουμε ότι όη η διαδικασία εκπαίδευσης τόσο στο περιάον Matlab όσο
και με τη μορφή εκτεέσιμν στον εξυπηρετητή, πραματοποιήηκε με άση τη ιιοήκη
LIBSVM (1). Επίσης ρησιμοποιήηκαν έτοιμα εκτεέσιμα αρεία υοποίησης του αορί-
μου HPM, όπς αυτά είαν υοποιηεί και ια τη διεξαή τν πειραμάτν στο [20].

1.3 Δομή διπματικής

Η παρούσα διπματική ερασία δομείται στο παίσιο δύο ασικών εμάτν, τν μη-
ανών διανυσμάτν υποστήριξης (SVM) και του ρικού ταιριάσματος εικόνν σε μηανές
αναζήτησης, ς υπόαρο ια την εισαή μιας νέας τενικής κατηοριοποίησης εικόνν.
Στο κεφάαιο 2, περιράφονται ασικές έννοιες της ερίας εκμάησης και της ερίας
τν πυρήνν, ενώ παράηα ορίζεται το ρικό ταίριασμα στο παίσιο της διαδικασίας ανά-
κτησης εικόνν από μεάες άσεις δεδομένν σε μηανές αναζήτησης. Στο κεφάαιο 3,
επικεντρνόμαστε στις μηανές διανυσμάτν υποστήριξης (SVM), τις διάφορες περιραφές
και επεκτάσεις τους με την ενσμάτση πυρήνν, με σκοπό την ανάδειξη τν πεονεκτημά-
τν τους στην κατεύυνση του προήματος κατηοριοποίησης. Στο κεφάαιο 4 ίνεται
μια ανασκόπηση διαφόρν τενικών ρικού ταιριάσματος εικόνν και τν αορίμν που

1LIBSVM tool

http://www.csie.ntu.edu.tw/~cjlin/libsvm/
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περιαμάνουν, με έμφαση στον αόριμο ταιριάσματος πυραμίδας Hough (HPM) και τη
ειτουρία του, ο οποίος αποτεεί και δομικό στοιείο της τενικής που εισάουμε. Στο
κεφάαιο 5 αποδεικνύουμε ότι ο αόριμος HPM είναι πυρήνας, προκειμένου στη συνέ-
εια να ρησιμοποιηεί στην εκπαίδευση SVM, με σκοπό την εκμάηση κατηοριών εικόνν.
Στο κεφάαιο 6 παρατίενται τα αποτεέσματα της νέας μεόδου κατηοριοποίησης εικό-
νν σε σύνοα δεδομένν από αξιοέατα μαζί με το σοιασμό τους και ακοούς ίνεται
σύκριση με τις ήδη υπάρουσες τενικές που προαναφέρηκαν. Τέος, στο κεφάαιο 7
συνοψίζουμε τα συμπεράσματα επί της μεόδου που αναπτύξαμε και παρουσιάζουμε νέες ιδέες
στην προσπάεια που αυτή τροφοδοτεί ια περαιτέρ έρευνα.
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Κεφάαιο 2

Γενικό ερητικό υπόαρο

2.1 Εισαή

Σε αυτό το κεφάαιο αναπτύσσουμε τις δύο ασικές ερίες, στις οποίες ασίζεται αά
και τις οποίες επεκτείνει η παρούσα διπματική ερασία στην κατεύυνση της αποτεε-
σματικής αά και αποδοτικής κατηοριοποίησης εικόνν σε μεάες άσεις δεδομένν.
Αποτεεσματικής όσον αφορά στην ορότητα ταξινόμησης τν δειμάτν εκπαίδευσης και
αποδοτικής, όσον αφορά στις απαιτήσεις σε μνήμη και ρόνο υοποίησης. Η πρώτη ερία
αφορά ενικά την εκμάηση και ταξινόμηση δεδομένν, ενώ η δεύτερη το ρικό ταίριασμα
εικόνν, καώς και όα τα επιμέρους στάδια επεξερασίας που αυτό περιαμάνει. Προτού
ξεκινήσουμε, αναφέρουμε ότι η ανάυση της πρώτης ερίας ασίζεται στα συράμματα
[7], [4] και [16].

2.2 Εκμάηση

Ακοουώντας την παραδοσιακή προραμματιστική προσέιση προκειμένου να ύσουμε
ένα πρόημα, υποδεικνύουμε στον υποοιστή τη μέοδο επίυσης με άση τα δεδομένα
εισόδου, ήμα προς ήμα. Σε κάποιες περιπτώσεις προημάτν όμς, η παραπάν προσέ-
ιση δεν είναι εφικτή, δημιουρώντας εύοα το ερώτημα αν α μπορούσαμε εναακτικά
να εκπαιδεύσουμε τον υποοιστή, όσον αφορά τη συσέτιση εισόδου/εξόδου, ασιζόμενοι
σε παραδείματα. Αυτός είναι άστε και ο τρόπος που μααίνουν οι άνρποι από παιδιά
να ξερίζουν αντικείμενα,να διαάζουν κ..π. Αυτός ο τρόπος επίυσης προημάτν με
παραδείματα ορίζεται ς εκμάθηση (learning).

Στην περίπτση που τα παραδείματα προς εκμάηση αποτεούν ζεύη εισόδου/εξόδου
αναφερόμαστε στον όρο εποπτευόμενη εκμάθηση (supervised learning), ενώ τα παραδείματα
ζευών εισόδου/εξόδου αναφέρονται ς δεδομένα εκπαίδευσης (training data). Όταν δεν
υπάρουν τιμές εξόδου, η εκμάηση αφορά την κατανόηση της διαδικασίας που παρήαε τα
δεδομένα, και αναφέρεται ς μη εποπτευόμενη εκμάθηση (unsupervised learning). Επιπέον,
όταν τα δεδομένα εκπαίδευσης δίδονται στη μηανή εκπαίδευσης από την αρή της διαδικασίας
εκμάησης αναφερόμαστε στον όρο εκμάθηση “παρτίδας” (batch learning).

25
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3 

(α)

()

Σήμα 2.1: Επιδιώκουμε να ανανρίσουμε πρότυπα αντικειμένν στο σύνοο τν δεδομένν
(α), με άση κάποιο αρακτηριστικό που προσδιορίζει κάε κατηορία και τη διαφοροποιεί
από την άη. Στο συκεκριμένο παράδειμα έουμε να μάουμε να διακρίνουμε τα ούτρινα
ζώα από τα πραματικά () http://cs.nyu.edu/ fergus/icml_tutorial/.

Η σέση τν ζευών εισόδου/εξόδου, όταν είναι προσδιορίσιμη, ονομάζεται συνάρτηση
στόχος (target function). Η συνάρτηση στόος αποτεεί και τη λύση του προβλήματος εκμάθη-
σης (solution of the learning problem) και επιέεται από ένα ώρο υποψήφιν συναρτήσεν,
ο οποίος αναφέρεται ς χώρος υποθέσεων (hypothesis space). Ο αόριμος που δέεται ς
είσοδο τα δεδομένα εκπαίδευσης και επιέει μια υπόεση από το ώρο υποέσεν αναφέρε-
ται ς αλγόριθμος εκμάθησης (learning algorithm). Η επιοή του ώρου τν υποέσεν και
ο αόριμος εκμάησης αποτεούν τα σημαντικότερα συστατικά της στρατηικής εκμάη-
σης. Να σημειώσουμε ότι όα τα συστήματα εκμάησης υοποιούν κάποια πρότερη υπόεση
Bayesian τύπου, η οποία ονομάζεται προκατάληψη εκμάθησης (learning bias), δεδομένης της
εευερίας επιοής του ώρου τν υποέσεν και της εκτίμησης τν πρότερν πιανοτήτν
τους.

Μια υποπερίπτση προήματος εποπτευόμενης εκμάησης αποτεεί η ταξινόμηση

http://cs.nyu.edu/~fergus/icml_tutorial/
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(classification), κατά την οποία η μηανή εκπαίδευσης καείται να ανανρίσει σε ποιά κατη-
ορία ανήκει μια νέα παρατήρηση/είσοδος, δεδομένου ενός συνόου δεδομένν εκπαίδευσης,
το οποίο περιαμάνει ήδη ταξινομημένες παρατηρήσεις. Η συνάρτηση στόος στην περί-
πτση της ταξινόμησης αναφέρεται και ς συνάρτηση απόφασης (decision function).

Ένα πρόημα ταξινόμησης με δυαδικές εξόδους, που είναι και το πιο από, αναφέρεται ς
δυαδικό πρόβλημα ταξινόμησης (binary classification problem), ενώ όταν ο αριμός τν κατη-
οριών είναι πεπερασμένος πρόβλημα ταξινόμησης πολλών κλάσεων (multi-class classification
problem).

Η μεοδοοία εκμάησης υπόσεται μείση της πουποκότητας επίυσης τν προη-
μάτν σε υποοιστικό ώρο και ρόνο συκριτικά με την παραδοσιακή προραμματιστική
προσέιση, όπς α δούμε και στη συνέεια, παράηα όμς παρουσιάζει τις εξής δυσκο-
ίες:

• Ο αόριμος εκμάησης μπορεί να αποδειτεί ανεπαρκής, όπς ια παράδειμα σε
τοπικά εάιστα.

• Ο ώρος τν υποέσεν μπορεί συνά να ίνει πού μεάος και μη πρακτικός.

• Αν ο αριμός τν δεδομένν εκπαίδευσης είναι μικρός και οι υποέσεις που επιέο-
νται είναι αρκετά πούποκες, ώστε να ταιριάζουν απόυτα στα δεδομένα εκπαίδευσης,
ενδέεται να οδηηούμε σε υπερταίριασμα (overfitting) στα δεδομένα εκπαίδευσης και
φτωχή/ανεπαρκή γενίκευση (poor generalisation) της ύσης του προήματος, δηαδή
σε ύσεις ανεπαρκώς ανταποκρινόμενες σε δεδομένα που δεν ανήκουν στο σύνοο
δεδομένν εκπαίδευσης.

• Συνά ο αόριμος εκμάησης εέεται από μεάο αριμό παραμέτρν που απαι-
τούν την επιοή συκεκριμένν χειρισμών (heuristics) και καιστούν το σύστημα
αναξιόπιστο και δύσρηστο.

Στην παρούσα ερασία α ρησιμοποιήσουμε μια συκεκριμένη κατηορία μηανών εκ-
μάησης, τις μηχανές εκμάθησης διανυσμάτων υποστήριξης (ΜΔΥ) (support vector machines
(SVM), προκειμένου να αξιοποιήσουμε τα πεονεκτήματα που αυτή παρέει στο παίσιο της
κατηοριοποίησης εικόνν, που μας ενδιαφέρει.

2.3 Μοντεοποίηση και ταίριασμα εικόνν

Πηώρα εφαρμοών ούν στην ανάπτυξη αποτεεσματικών τενικών ταιριάσματος ει-
κόνων (matching). Εμείς α επικεντρούμε στο χωρικό ταίριασμα εικόνων (spatial matching),
όπου με τον όρο χωρικό αναφερόμαστε στην ρησιμοποίηση πηροφορίας που αφορά τη -
ρική διάταξη τν αρακτηριστικών που εξάονται από τις εικόνες τν οποίν έουμε να
υποοίσουμε την ομοιότητα. Χαρακτηριστικά παραδείματα αποτεούν η ανανώριση κατη-
οριών εικόνν, η ανίνευση εικόνν με κυρίαρο την ανάκτηση εικόνν σε μεάη κίμακα.
Διακριτική ικανότητα, εμετρικό αναοίτο (geometry invariance), περιορισμοί ακαμψίας
και αντιστοίησης (rigidity and mapping constraints), υποέσεις όσον αφορά στους υπο-
κείμενους περιραφείς ή αρακτηριστικά της εικόνας και φυσικά αμηή υποοιστική που-
ποκότητα περιαμάνονται στις προδιαραφές μιας αποτεεσματικής μηανής αναζήτησης.
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Η ανάκτηση εικόνν αποτεεί ασική εφαρμοή που αναδεικνύει τη σημασία του ρικού
ταιριάσματος εικόνν. Ως ανάκτηση εικόνων (image retrieval), ορίζουμε το εξής πρόημα:
Δοείσης μιας εικόνας αναζήτησης (query), έουμε η μηανή αναζήτησης να ανακτήσει όες
τις εικόνες από μια μεάη άση δεδομένν που ταιριάζουν με αυτή. Στις επόμενες ενότητες
του κεφααίου α αναπτύξουμε εν συντομία τα ασικά στάδια της διαδικασίας ανάκτησης
εικόνν.

2.3.1 Εξαή αρακτηριστικών

Γενικά υπάρουν δύο είδη αναπαραστάσεν/περιραφών τν εικόνν. Η μια κατηορία
είναι οι dense (πυκνές) περιραφές και αφορούν αρακτηριστικά της εικόνας εξαόμενα με
διάφορες μεόδους στο σύνοο της εικόνας σε κάποιο πέμα. Οι περιραφές αυτές είναι
πιο κατάηες στην κατάτμηση της εικόνας σε ομοιόμορφες περιοές με διαφορετική υφή
και στην ανανώριση αντικειμένν με δεδομένο σήμα από το περιάον τους. Η δεύτερη
κατηορία περιραφών είναι η ανίνευση σημείων ενδιαφέροντος (interest points) με διάφορες
καθολικές (global) τενικές, αραιές περιραφές. Να αναφέρουμε ότι συνής οποιαδήποτε
περιραφή αφορά τη μονορματική εκδοή τν εικόνν.

(α) ()

Σήμα 2.2: Διαφοροποίηση περιραφών τν εικόνν. (α) Πυκνές περιραφές
(http://cs.nyu.edu/ fergus/icml_tutorial/) () Ανίνευση σημείν ενδιαφέροντος (SIFT).

Όσον αφορά στην ανάκτηση εικόνν, η εξαή αρακτηριστικών περιαμάνει δύο δια-
δικασίες: την ανίχνευση σημείων ενδιαφέροντος (interest point detector) και την εξαγωγή αντί-
στοιχων περιγραφέων τους (descriptors), με κύριο κριτήριο σε κάε περίπτση την επαναη-
πτικότητα (repeatability), δηαδή τα συκεκριμένα σημεία να ανινεύονται σε οποιεσδήποτε
οπτικές συνήκες, το αναοίτο από κίμακα και περιστροφή (scale and rotation invariance)
και επομένς τη διακριτικότητα και την ευρστία.

Σετικά με την πρώτη διαδικασία, ανινεύουμε συνής σημεία ενδιαφέροντος σε συ-
κεκριμένες περιοές της εικόνας, όπς νίες, blobs, T-junctions, οι οποίες συνής είναι
αφινικά ανεξάρτητες. Να σημειώσουμε ότι σε κάε εικόνα διάστασης 1024 ανινεύονται 3300
περίπου περιοές. Πού δημοφιείς είναι οι Hessian ανιχνευτές.

http://cs.nyu.edu/~fergus/icml_tutorial/
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Image gradients Keypoint descriptor

(α)

()

Σήμα 2.3: (α) SIFT: Ένας περιραφέας εξάεται υποοίζοντας αρικά το μέτρο και τον
προσανατοισμό της κίσης (gradient) ύρ από κάε σημείο δείμα της εικόνας σε μια
περιοή όπς φαίνεται αριστερά. Οι ποσότητες αυτές σταμίζονται με άση ένα Gaussian
παράυρο, το οποίο επισημαίνεται με τον υπερκείμενο κύκο. Τα δείματα αυτά αροίζονται σε
ιστοράμματα προσανατοισμών επί 4×4 υποπεριοών, όπς φαίνεται δεξιά, με το μήκος κάε
έους να αντιστοιεί στο άροισμα του μεέους τν κίσεν κοντά σε κάε κατεύυνση
εντός της περιοής αυτής. Στο σήμα απεικονίζεται ένας 2× 2 περιραφέας που έει εξαεί
από 8× 8 σύνοα δειμάτν, ενώ πιο συνά ρησιμοποιούνται 4× 4 περιραφείς από 16× 16
πίνακες δειμάτν [15]. () SURF: Οι τιμές του περιραφέα ια μια υποπεριοή εκφράζονται
με την παρακάτ ανάυση έντασης. Αριστερά Σε περίπτση μιας ομοενούς περιοής,
όες οι τιμές είναι σετικά αμηές. Μέση Όταν υπάρουν συνότητες στην κατεύυνση
x, η τιμή του

∑
|dx| είναι υψηή, αά όες οι άες παραμένουν αμηές. Αν η ένταση

αυξάνεται σταδιακά στην κατεύυνση x, και οι δύο τιμές
∑

dx,
∑
|dx| είναι υψηές [3].

Στη συνέεια, η ειτονιά κάε σημείου ενδιαφέροντος περιράφεται με ένα διάνυσμα αρα-
κτηριστικών. Δύο ποοί νστοί περιραφείς είναι οι Μετασχηματισμός Χαρακτηριστικών
Ανεξάρτητος Κλίμακας (Scale Invariant Feature Transform (SIFT) [15] και τα Γρήγορα
Εύρωστα Χαρακτηριστικά (Speeded Up Robust Features (SURF) [3]. Οι SIFT περιραφείς
περιαμάνουν ένα διάνυσμα 128 διαστάσεν, το οποίο υποοίζεται με άση ένα ιστόραμμα
προσανατοισμένν κίσεν (gradients) (8 κατευύνσεις ια κάε 4 × 4 υποπεριοές). Οι
SURF περιαμάνουν ένα διάνυσμα 64 διαστάσεν στην πιο απή περίπτση, το οποίο εξά-
εται με άση αροίσματα κυματίου Harris (Harris wavelet) αποκρίσεν στην κατεύυνση x
και y με έναν επικρατών προσανατοισμό. Ο προσανατοισμός αυτός εξάεται ασιζόμενος
σε πηροφορία από μια κυκική περιοή ύρ από το σημείο ενδιαφέροντος (4 αροίσματα ια
κάε 4× 4 τετρανικές υποπεριοές). Να σημειώσουμε ότι οι περιραφείς SURF είναι ιδιαί-
τερα ρήοροι στον υποοισμό τους, ό της εξαής τους με τη ρήση οοκηρτικών
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(integral) εικόνν (υποοισμός αροισμάτν).

2.3.2 Οπτικό εξικό και ανεστραμμένο αρείο

Για την κάντιση τν περιραφέν της πηώρας τν εικόνν σε μια μηανή αναζή-
τησης, έουν αναπτυεί διάφορες τενικές φιτραρίσματος με επικρατέστερη την τενική
“σάκος” οπτικών λέξεων (bag of visual words) [19]. Σύμφνα με την τενική αυτή, τα διανύ-
σματα κάντισης προκύπτουν από την εφαρμοή σε ένα σύνοο εικόνν εκπαίδευσης κάποιου
αορίμου συσταδοποίησης (clustering), όπς ο k-means, προσειστικός (approximate)
k-means (AKM), ιεραρικός (hierarchical) k-means (HPM). Τα κέντρα τν συστάδν που
προκύπτουν, αποτεούν ουσιαστικά τις λέξεις του οπτικού λεξικού (visual words).

Στη συνέεια κάε εικόνα της άσης αναζήτησης αναπαριστάται σαν ένα αραιό διάνυσμα
τν συνοτήτν τν οπτικών έξεν. Για την αναζήτηση εικόνν στη άση, συκρίνουμε το
διάνυσμα της εικόνας αναζήτησης με τα διανύσματα τν εικόνν της άσης με τη ρήση δια-
φόρν μετρικών, όπς L1/L2 απόσταση (distance), διασταύρση (intersection). Για όους
ταύτητας, κατασκευάζουμε ένα ανεστραμμένο αρχείο (inverted file) τν εικόνν της άσης,
το οποίο περιέει μία καταώριση ια κάε οπτική έξη του εξικού, ενώ κάε καταώριση
ακοουείται από μία ίστα με τις εικόνες της άσης που περιέουν αυτήν τη έξη. Ένα από
παράδειμα ανεστραμμένου αρείου παρουσιάζεται στο σήμα 2.4. Η αριστερή στήη του
μεάου πίνακα περιέει τις έξεις του εξικού, ενώ κάε έξη ακοουείται από μία ίστα
με τις εικόνες που την εμπεριέουν.

Σήμα 2.4: Σε ένα ανεστραμμένο αρείο (inverted file) κάε έξη του οπτικού εξικού ακο-
ουείται από μία ίστα με εικόνες που την περιαμάνουν.

Η υιοέτηση ενός σήματος με άρη όπς το συχνότητας λέξεων-συχνότητας του ανεστραμ-
μένου εγγράφου (tf-idf) [2], μας επιτρέπει την υποάμιση της συνεισφοράς τν πιο συνών
οπτικών έξεν, δίνοντας παράηα μεαύτερη αρύτητα στις πιο σπάνιες. Τα άρη tf-idf
υποοίζονται ς εξής: Υποέτουμε ότι έουμε ένα εξικό με k οπτικές έξεις, οπότε κάε



2.3. ΜΟΝΤΕΛΟΠΟΙΗΣΗ ΚΑΙ ΤΑΙΡΙΑΣΜΑ ΕΙΚΟΝΩΝ 31

εικόνα αναπαριστάται με ένα διάνυσμα διάστασης k, Vd = (t1, ...ti, ...tk) από σταμισμένες
συνότητες τν έξεν με στοιεία:

ti =
nid

nd
log N

ni

όπου nid είναι ο αριμός τν εμφανίσεν της έξης i στην εικόνα d, nd είναι ο συνοικός
αριμός έξεν στην εικόνα d, ni ο αριμός τν εμφανίσεν της έξης i σε όη τη άση
και N ο αριμός όν τν εικόνν της άσης. Ο σταμικός όρος είναι ινόμενο δύο όρν:
της συχνότητας λέξεων (tf) nid/nd και της συχνότητας του ανεστραμμένου εγγράφου (idf)
logN/Ni. Ο όρος tf ενισύει τη αρύτητα τν συνών οπτικών έξεν σε μια εικόνα, ενώ
ο όρος idf μειώνει τη αρύτητα τν πιο συνών στη άση δεδομένν οπτικών έξεν, δε-
δομένου ότι δεν συνεισφέρουν ετικά στη διακριτικότητα και ταυτοποίηση τν εικόνν. Στη
ειρότερη περίπτση, η υποοιστική πουποκότητα αναζήτησης στο ανεστραμμένο αρείο
είναι ραμμική με το μέεος της άσης εικόνν, ενώ ια αραιά διανύσματα αναζήτησης η
ρονική ετίση της διαδικασίας είναι ουσιαστική, καώς εέεται η ομοιότητα μόνο με
εικόνες που περιέουν έξεις που εμπεριέει η εικόνα αναζήτησης.

Κατά την ανάκτηση εικόνν, οι εικόνες της άσης κατατάσσονται (κατάταξη (ranking)) με
άση το κανονικοποιημένο, κιμακτό ινόμενο (τη νία του συνημιτόνου) του διανύσματος
Vq της εικόνας αναζήτησης και όν τν διανυσμάτν Vd τν εικόνν της άσης.

Σήμα 2.5: Οι οπτικές έξεις δεν αντιπροσπεύουν άμεσα αρακτηριστικά μέρη του προσώ-
που, αά αποτεούν μια αφηρημένη περιραφή επί αρακτηριστικών, τα οποία έουν εξαεί
από την εικόνα και τα οποία ρίσκονται κοντά με άση μια προσέιση συσταδοποίησης,
αά απουσία ενσμάτσης κάποιας ρικής πηροφορίας της εικόνας .

2.3.3 Χρικό ταίριασμα και ανακατάταξη εικόνν

Στο προηούμενο στάδιο της διαδικασίας ανάκτησης εικόνν, είαμε ερήσει τα features
που περιράφουν τις εικόνες ς συοή τοπικών αρακτηριστικών, απουσία οποιασδήποτε
ρικής διάταξης (σήμα 2.5). Για το όο αυτό οι εικόνες με υψηλή κατάταξη (top ranked),
υπόκεινται σε ανακατάταξη (re-ranking), με τη ρήση ρικών περιορισμών. Η διαδικασία της
ρικής επαήευσης εκτιμά έναν μετασηματισμό μεταξύ της περιοής της εικόνας αναζή-
τησης και της κάε εικόνας άσης προς ανακατάταξη, ασιζόμενο στο πόσο καά οι περιοές
τν αρακτηριστικών προέπονται από τον εκτιμώμενο μετασηματισμό. Κατά αυτό τον
τρόπο, οι προκείμενες εικόνες άσης ανακατατάσσονται με άση τη διακριτική ικανότητα



32 ΚΕΦΑΛΑΙΟ 2. ΓΕΝΙΚΟ ΘΕΩΡΗΤΙΚΟ ΥΠΟΒΑΘΡΟ

Σήμα 2.6: Δεξιά Το σύνοο τν αντιστοιίσεν μεταξύ τν αρακτηριστικών τν δύο
εικόνν ρίς ρική πηροφορία. Αριστερά Το αποτέεσμα της ρικής επαήευσης,
στο συκεκριμένο παράδειμα μετά την εφαρμοή του αορίμου LO-RANSAC 4.2.2.

τν ρικά επαηευμένν οπτικών έξεν. Η παραπάν διαδικασία ρικής επαήευσης
περιαμάνει και το ρικό ταίριασμα εικόνν.

Έουν αναπτυεί πηώρα προσείσεν όσον αφορά το ρικό ταίριασμα εικόνν, ιδίς
σε μηανές αναζήτησης μεάης κίμακας, στην κατεύυνση κάυψης διαφόρν επιδιώξεν
ια τη διατήρηση του αναοίτου, καοική εμετρική επαήευση και αμηές απαιτήσεις
σε ώρο. Οι μέοδοι αυτές εφαρμόζονται είτε απευείας στον ώρο τν οπτικών έξεν, είτε
σε ζεύη αντιστοιχιών (correspondences) αρακτηριστικών, δεδομένης μιας οικής ένα προς
ένα αντιστοίχισης (one to one mapping) τν αρακτηριστικών, είτε σε κάποιο ώρο καο-
ικού μετασηματισμού ενός πέματος της εικόνας, το οποίο ενσματώνει και πηροφορία
αναφορικά με το σήμα τν τοπικών αρακτηριστικών, όπς κίμακα και προσανατοισμός.
Αποτέεσμα του ρικού ταιριάσματος είναι η εξαή μεμονωμένων αντιστοιχιών (single
correspondences) με μεάο αμό ομοιότητας (σήμα 2.6). Θα αναφερούμε εκτενώς σε
κάποιες μεόδους ρικού ταιριάσματος στο επόμενο κεφάαιο.
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2.3.4 Χρικό ταίριασμα και ΜΔΥ

Τα στάδια της ανάκτησης εικόνν που αναφέρηκαν στις ενότητες 2.3.1 και 2.3.2 έουν
ενσματεί σε προηούμενες ερασίες στο παίσιο εκμάησης με SVM ([8] και [14]) και
αποτεούν παράηα τη άση σύκρισης (baseline) ια τη μέοδο που εισάουμε. Η νέα
ιδέα είναι να εκμεταευτούμε και το τεευταίο στάδιο της ρικής επαήευσης (ενότητα
2.3.3), αξιοποιώντας και την ρική πηροφορία ια την αποτεεσματική κατηοριοποίηση
εικόνν. Απαραίτητη προϋπόεση στην κατεύυνση αυτή αποτεεί η απόδειξη ότι η διαδικασία
ρικού ταιριάσματος που επιυμούμε να ενσματώσουμε στα SVM παράει τιμές πυρήνα,
δηαδή εστερικού ινομένου δύο διανυσμάτν, που περιράφουν τις εκάστοτε δύο εικόνες
τν οποίν υποοίζουμε την ομοιότητα. Ένα επιπέον στοιείο που πρέπει να άουμε
υπόψιν είναι η διαδικασία ρικού ταιριάσματος να είναι ρήορη και αποδοτική και να μην
επιαρύνει την όη διαδικασία εκμάησης σε κάποιο επίπεδο. Αυτά τα δύο στοιεία, 1) η
απόδειξη της διαδικασίας ρικού ταιριάσματος ς πυρήνα και 2) η απαίτηση ια ταύτητα
και απόδοση α μας καοδηήσουν στην σύνεση της μεόδου, αά και την ανάυσή της
στη συνέεια.
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Κεφάαιο 3

Μηανές διανυσμάτν
υποστήριξης

3.1 Εισαή

Οι μηχανές διανυσμάτων υποστήριξης (ΜΔΥ) (support vector machines) (SVM) αποτε-
ούν συστήματα εκμάησης με ώρο υποέσεν που περιαμάνει ραμμικές συναρτήσεις,
δέονται ς εισόδους δείματα από ώρους αρακτηριστικών ποών διαστάσεν και εκπαι-
δεύονται με άση έναν αόριμο εκμάησης στο παίσιο της ερίας ετιστοποίησης. Ο
αόριμος αυτός υοποιεί μία δεδομένη προκατάληψη εκμάθησης (learning bias), η οποία
εξάεται με άση τη ερία στατιστικής εκμάησης. Τα SVM αναπτύηκαν ς στρατηική
εκμάησης από τον Vapnik και τους συνεράτες του.

Συκεκριμένα, όσον αφορά στην ταξινόμηση διανυσμάτων υποστήριξης (support vector
classification), ασική ειτουρία τν SVM είναι η εύρεση υποοιστικά αποδοτικού τρόπου
εκμάησης υπερεπιπέδων (hyperplanes) “καού” διαρισμού, σε ώρους αρακτηριστικών
ποών διαστάσεν, όπου ς υπερεπίπεδα “καού” διαρισμού ερούμε αυτά που ε-
τιστοποιούν τα όρια γενίκευσης (generalisation bounds) και ς υποοιστικά αποδοτικούς
αορίμους εκμάησης, αυτούς που ανταποκρίνονται σε μεέη συνόν δεδομένν της
τάξης τν 100000 δειμάτν.

Τα SVM αντιμετπίζουν επιτυώς τα προήματα αποδοτικότητας όσον αφορά στην εκ-
παίδευση, στον έλεγχο νέων δεδομένων (testing), στο υπερταίριασμα (overfitting) τν μηανών
εκμάησης και στην αναξιοπιστία τν εκάστοτε χειρισμών (heuristics), όπς προκύπτει από
τα παρακάτ:

• Λό τν συνηκών του Mercer ια τους πυρήνες (kernels) που ρησιμοποιούνται στην
εκμάηση, όπς α εξηήσουμε παρακάτ, τα αντίστοια προήματα ετιστοποίησης
είναι κυρτά και συνεπώς δεν εμφανίζονται τοπικά εάιστα και κάε τοπική ύση αποτε-
εί και οικό έτιστο (global optimum). Επομένς, εξασφαίζεται η ύπαρξη ύσεν
ακόμη και ια μεάα σύνοα δεδομένν εκπαίδευσης.

• Η δυνατότητα ρήσης συναρτήσεων πυρήνων (kernel functions) αποτεεί το κειδί ια
την αποδοτική ρήση τν SVM σε ώρους ποών διαστάσεν.

35
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• Η ερία ενίκευσης που εφαρμόζουν, εξασφαίζει τον έεο της ρητικότητας και
συνεπώς την αποφυή του overfitting, το οποίο είναι εενές σε ώρους ποών δια-
στάσεν, εέοντας τα μέτρα του περιθωρίου (margin) τν υπερεπιπέδν διαρι-
σμού, ενώ παράηα η ερία ετιστοποίησης παρέει τις μαηματικές τενικές που
απαιτούνται ια την εύρεση τν υπερεπιπέδν που ετιστοποιούν αυτά τα μέτρα.

• Παρέουν συμπαγείς και αραιές δυικές αναπαραστάσεις (compact and sparse dual
representations) της εκάστοτε υπόεσης, μειώνοντας τν αριμό τν παραμέτρν εκ-
μάησης, ευνοώντας την εξαή αποδοτικών αορίμν εκμάησης. Αυτό οφείεται
στις Karush-Kuhn-Tucker συνθήκες που ικανοποιεί η ύση, όπς α αναύσουμε πα-
ρακάτ.

3.2 Γραμμική ταξινόμηση

Έστ X ⊆ Rn ο χώρος εισόδου (input space) και Y ο αντίστοιος χώρος εξόδου (output
domain), που στη ενική περίπτση της ταξινόμησης ποών κάσεν (multiclass classification)
είναι Y = {1, 2, . . . ,m}, ενώ στη δυαδική περίπτση συνά ορίζεται ς Y = {−1, 1}.

Ορισμός 3.2.1. ’Ένα σύνοο δεδομένν εκπαίδευσης (training set) ορίζεται ως

S = ((x1, y1), . . . , (xn, yn)) ⊆ (X × Y )n, (3.1)

όπου n ο αριθμός των δειγμάτων. Τα xi αναφέρονται ως δείματα (examples/instances) και
τα yi ως labels (ετικέτες).

Να σημειώσουμε ότι τα διανύσματα εισόδου, καώς και τα διανύσματα αρών α είναι
διανύσματα στήη.

Στην περίπτση της δυαδικής ταξινόμησης, ορίζουμε μια πραματική συνάρτηση f : X →
Y , έτσι ώστε η είσοδος x = (x1, . . . ,xn)′ κατατάσσεται στη ετική κάση, αν f(x) ≥ 0,
διαφορετικά στην αρνητική κάση, δηαδή σε κάε περίπτση ισύει: yf(x) > 0 , όπου
y ∈ Y . Στην ραμμική περίπτση οιπόν ερούμε τη συνάρτηση

f(x) = ⟨w,x⟩+ b

=

n∑
i=1

wixi + b,
(3.2)

όπου (w, b) ∈ Rn × R το διάνυσμα βαρών (weight vector) και το bias, οι παράμετροι που
εέουν τη συνάρτηση απόφασης και ο κανόνας απόφασης (decision rule) ορίζεται από το
πρόσημο sgn(f(x)), όπου υποέτουμε sgn(0) = 1. Κάποιες φορές το −b συμοίζεται με ϑ,
ποσότητα νστή ς κατώφλι (threshold).

Η εμετρική ερμηνεία αυτού του τύπου υπόεσης είναι ότι, ο ώρος εισόδν ρίζεται
σε δύο μέρη από έναν αφινικό υποώρο διαστάσεν n−1, ένα υπερεπίπεδο (hyperplane) που
ορίζεται από την εξίσση: f(x) = 0. Τα δύο μέρη του ώρου εισόδν που δημιουρούνται,
αντιστοιούν στις εισόδους τν δύο διακριτών κάσεν (Σήμα 3.1). Το διάνυσμα w ορί-
ζει μια κατεύυνση κάετη στο υπερεπίπεδο, ενώ μεταοή του b συνεπάεται παράηη
μετακίνηση του υπερεπιπέδου.
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Να σημειώσουμε ότι η ραμμική αυτή υπόεση ( 3.2) εμπεριέει έναν εενή αμό εευ-
ερίας, δεδομένου ότι η συνάρτηση δεν αάζει αν κιμακοποιήσουμε το υπερεπίπεδο ς
(λw, λb) ια κάποιο λ ∈ R+.��	
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Σήμα 3.1: Ένα υπερεπίπεδο διαρισμού (w, b) ια ένα σύνοο εκπαίδευσης δύο διαστά-
σεν. Το υπερεπίπεδο αποτεεί η μαύρη ραμμή με τη ετική περιοή στην πάν πευρά και
την αρνητική στην κάτ, ενώ η απόσταση τν διακεκομμένν ραμμών από το υπερεπίπεδο
υποδεικνύει το μέεος της παραμέτρου b [18].

Στη συνέεια παραέτουμε κάποιους ορισμούς που α ρησιμοποιηούν ευρύτερα και στη
συνέεια.

Ορισμός 3.2.2. Ορίζουμε συναρτησιακό περιώριο(functional margin) ενός δείγματος (xi, yi),
όσον αφορά στο υπερεπίπεδο (w, b) την ποσότητα

γi = yi(⟨w,xi⟩+ b), (3.3)

όπου γi > 0 συνεπάγεται σωστή ταξινόμηση του δείγματος.

Αν αντικαταστήσουμε το συναρτησιακό περιώριο με το γεωμετρικό (geometric), εξά-
ουμε την ισοδύναμη ποσότητα ια την κανονικοποιημένη ραμμική συνάρτηση ( 1

∥w∥ ,
b

∥w∥),
η όποια εκφράζει την Ευκείδια απόσταση τν σημείν από το όριο απόφασης (decision
boundary) στο ώρο εισόδου.

Ορισμός 3.2.3. Ορίζουμε περιώριο (margin) ενός συνόου δεδομένν εκπαίδευσης την
ποσότητα

γ = argmax
w,b

(
1

∥w∥ mini γi

)
, (3.4)

δηλαδή το μέγιστο γεωμετρικό περιθώριο όλων των υπερεπιπέδων και θα είναι θετικό για
ραμμικά διαρίσιμα (linearly separable) σύνολα δεδομένων εκπαίδευσης, δηλαδή μόνο αν
υπάρχει υπερεπίπεδο που χωρίζει σωστά τα δεδομένα. Το υπερεπίπεδο το οποίο εξάγει αυτό το
περιθώριο ονομάζεται υπερεπίπεδο μέιστου περιρίου (maximal margin hyperplane).

Να σημειώσουμε ότι, προκειμένου να εκπαιδεύσουμε μη ραμμικές σέσεις με μια ραμ-
μική μηανή εκπαίδευσης, α πρέπει ανάοα με τη 3.2, να ρησιμοποιήσουμε υποέσεις της
μορφής
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f(x) =
n∑

i=1

wiϕ(xi) + b, (3.5)

όπου ϕ μια μη ραμμική απεικόνιση από το ώρο εισόδου x σε ένα ώρο αρακτηριστικών
εστερικού ινομένου.

3.3 Πυρήνες

Όπς προαναφέραμε στην εισαή του κεφααίου, ένα σημαντικό αρακτηριστικό τν
SVM είναι η δυνατότητα ρήσης πυρήνν. Οι αναπαραστάσεις πυρήνων (kernel representations)
παρέουν μια εναακτική ια την εξαή πιο πούποκν υποέσεν από τις ραμμικές
συναρτήσεις σετικά με τα προήματα εκμάησης, προάοντας τα δεδομένα σε ώρους
αρακτηριστικών ποών διαστάσεν, αυξάνοντας έτσι την υποοιστική δύναμη τν ραμ-
μικών μηανών εκμάησης. Παράηα, η μέοδος τν πυρήνν παρέει την αποσύνδεση τν
αορίμν εκμάησης και της ερίας από τις ιδιαιτερότητες τν εφαρμοών, καώς ανάει
την εκμάηση στο σεδιασμό μιας κατάηης συνάρτησης πυρήνα, υπό τη συνήκη ότι ο
πυρήνας υποοίζει το εστερικό ινόμενο τν διανυσμάτν αρακτηριστικών που αντιστοι-
ούν σε δύο εισόδους. Στη συνέεια παραέτουμε κάποιους ορισμούς και ερήματα, όσον
αφορά τη ερία πυρήνν.

Οι ποσότητες που ρησιμοποιούμε ια να περιράψουμε τα δεδομένα ονομάζονται χαρα-
κτηριστικά (features), ενώ τα αρικά δεδομένα συνά αναφέρονται ς γνωρίσματα (attributes).
Η διαδικασία επιοής της πιο κατάηης αναπαράστασης, ονομάζεται επιλογή χαρακτηρι-
στικών (feature selection). Ο ώρος F = {ϕ(x) : x ∈ X} ονομάζεται χώρος χαρακτηριστικών
(feature space).

Αναφορικά με την επιοή αρακτηριστικών, συνά ψάνουμε να προσδιορίσουμε το μι-
κρότερο δυνατό σύνοο αρακτηριστικών, το οποίο εμπεριέει όη την απαραίτητη πηροφο-
ρία ια τα attributes. Η διαδικασία αυτή αναφέρεται ς μείωση διαστατικότητας (dimensionality
reduction) και μπορεί να αποεί πού σημαντική, καώς η υποοιστική επίδοση και η επίδοση
ενίκευσης ειροτερεύουν όσο ο αριμός τν αρακτηριστικών αυξάνει, φαινόμενο νστό
ς κατάρα της διαστατικότητας (curse of dimensionality).

Ορισμός 3.3.1. Πυρήνας (kernel) ονομάζεται μια συνάρτηση τέτοια ώστε ∀x,x′ ∈ X

k(x,x′) = ⟨ϕ(x), ϕ(x′)⟩, (3.6)

όπου ϕ μια απεικόνιση από το χώρο εισόδου X σε ένα χώρο χαρακτηριστικών εσωτερικού
γινομένου F .

Από τον παραπάν ορισμό έπουμε ότι ο πυρήνας είναι μια συμμετρική συνάρτηση ς
προς τα ορίσματά της, έτσι ώστε k(x,x′) = k(x′,x). Υπάρουν ποές κατηορίες πυρήνν.
Η πιο απή περίπτση είναι αυτή του γραμμικού πυρήνα (linear kernel), όπου ϕ(x) = x
και k(x,x′) = xTx′. Ενδεικτικά αναφέρουμε τους στάσιμους πυρήνες (stationary kernels),
όπου k(x,x′) = k(x − x′), οι οποίοι είναι ανεξάρτητοι από μεταφορές (translations) στο
ώρο εισόδου και τους ομογενείς πυρήνες (homogeneous kernels) ή διαφορετικά ακτινικές
συναρτήσεις βάσης (radial basis functions), όπου k(x,x′) = k(∥x− x′∥).
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Με άση τις ιδιότητες τν ώρν εστερικού ινομένου και δεδομένου του ορισμού 3.3.1,
μια συνάρτηση αποτεεί πυρήνας αν ικανοποιεί τις παρακάτ συνήκες

k(x,x′) = ⟨ϕ(x), ϕ(x′)⟩ = ⟨ϕ(x′), ϕ(x)⟩ = k(x′,x)
k(x,x′)2 = ⟨ϕ(x), ϕ(x′)⟩2 ≤ ∥ϕ(x)∥2∥ϕ(x′)∥2

= ⟨ϕ(x), ϕ(x)⟩⟨ϕ(x′), ϕ(x′)⟩ = k(x,x)k(x′,x′)
(3.7)

Δηαδή α πρέπει η k(x,x′) να είναι συμμετρική και επιπέον ο πίνακας Gram K με στοιεία
k(xi, xj) να είναι ετικά ημιορισμένος ια όες τις δυνατές επιοές του συνόου {xi}, ώστε
να ισύει και η δεύτερη συνήκη, της ανισότητας Cauchy-Schwartz. Πρακτικά α πρέπει όα
τα στοιεία του πίνακα Gram να είναι μη αρνητικά. Η συνήκη αυτή συνοψίζεται και στο
εώρημα Mercer (Θεώρημα 3.6 [7]).

Μπορούμε να κατασκευάσουμε πυρήνες εύκοα ρησιμοποιώντας απούστερους πυρήνες
ς δομικά συστατικά, ρησιμοποιώντας τις παρακάτ ιδιότητες [4].

Ορισμός 3.3.2. Δοθέντων των πυρήνων k1(x,x′), k2(x,x′) ορίζονται οι παρακάτω πυρήνες:

k(x,x′) = ck1(x,x′) (3.8)
k(x,x′) = f(x)k1(x,x′)f(x′) (3.9)
k(x,x′) = q(k1(x,x′)) (3.10)
k(x,x′) = exp(k1(x,x′)) (3.11)
k(x,x′) = k1(x,x′) + k2(x,x′) (3.12)
k(x,x′) = k1(x,x′)k2(x,x′) (3.13)
k(x,x′) = k3(ϕ(x), ϕ(x′)) (3.14)
k(x,x′) = xAx′ (3.15)
k(x,x′) = kα(xα,x′α) + kb(xb,x′b) (3.16)
k(x,x′) = kα(xα,x′α)kb(xb,x′b), (3.17)

όπου c > 0 μια σταθερά, f μια συνάρτηση, q ένα πολυώνυμο με μη αρνητικούς συντελεστές, ϕ(x)
είναι μια συνάρτηση του x στον Rm, k3(x,x′) ένας πυρήνας στον Rm, A ένας συμμετρικός,
θετικά ημιορισμένος πίνακας, xα και xb είναι μεταβλητές (όχι αναγκαστικά ανεξάρτητες) με
x = (xα,xb) και kα, kb πυρήνες στους αντίστοιχους χώρους.

Στη συνέεια α δείξουμε ότι, ρησιμοποιώντας πυρήνες, μπορούμε να απεικονίσουμε τα
δεδομένα σε ένα ώρο αρακτηριστικών, όπου εξασφαίζεται η ραμμική διαρισιμότητα και
επομένς μπορούμε να ρησιμοποιήσουμε ραμμικές μηανές εκπαίδευσης.

3.4 Ταξινομητής μείστου περιρίου

Ο ταξινομητής μεγίστου περιθωρίου (maximal margin classifier) δουεύει μόνο ια δεδο-
μένα ραμμικά διαρίσιμα στο ώρο τν αρακτηριστικών. Παρόα αυτά αναφερόμαστε σε
αυτόν, καώς αποτεεί δομικό συστατικό πιο πούποκν SVM ταξινομητών, τους οποίους
α εξετάσουμε στη συνέεια.

Ο ταξινομητής μείστου περιρίου ετιστοποιεί ένα σφάλμα γενίκευσης (generalisation
error) (Θεώρημα 4.18 [7]), το οποίο εμπεριέει το εμετρικό margin, ρίζοντας τα δεδο-
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μένα με το υπερεπίπεδο μείστου περιρίου και ταυτόρονα το όριο απόφασης που παράει
δεν εξαρτάται από τη διάσταση του ώρου εισόδν.

Αν w, το διάνυσμα αρών που παράει συναρτησιακό περιώριο ίσο με 1 στο σημείο της
ετικής κάσης x+1 και στο σημείο της αρνητικής κάσης x−1, με άση την υπόεση 3.2 α
έουμε

⟨w, ϕ(x+1)⟩+ b = 1

⟨w, ϕ(x−1)⟩+ b = −1
(3.18)

Κανονικοποιώντας το διάνυσμα w εκφράζουμε το εμετρικό margin γ ς

γ =
1

2

(⟨ w
∥w∥2

, ϕ(x+1)

⟩
−
⟨ w
∥w∥2

, ϕ(x−1)

⟩)
=

1

2∥w∥2
(⟨w, ϕ(x+1)⟩ − ⟨w, ϕ(x−1)⟩)

=
1

∥w∥2

(3.19)

Ορισμός 3.4.1. Δεδομένου ενός γραμμικά διαχωρίσιμου συνόλου δεδομένων εκπαίδευσης S
( 3.1), το υπερεπίπεδο (w, b) αποτελεί λύση του προβλήματος βελτιστοποίησης

min
w,b

1

2
⟨w,w⟩

subject to yi(⟨w, ϕ(xi)⟩+ b) ≥ 1

1 ≤ i ≥ l

(3.20)

Σύμφνα με τη ερία ετιστοποίησης (Κεφάαιο 5,[7]), η πρτοενής (primal) Lagrangian
είναι:

L(w, b, α) =
1

2
⟨w,w⟩ −

l∑
i=1

αi[yi(⟨w, ϕ(xi)⟩+ b)− 1] (3.21)

όπου αi ≥ 0 οι ποαπασιαστές Lagrange.

Όσον αφορά το ισοδύναμο δυϊκό πρόημα, παραίζοντας τη 3.21 ς προς w και b
έουμε

w =

l∑
i=1

yiαiϕ(xi)

0 =

l∑
i=1

yiαi

(3.22)

Με άση τις παραπάν σέσεις, η πρτοενής Lagrangian ίνεται

L(w, b, α) =

l∑
i=1

αi −
1

2

l∑
i,j=1

yiyjαiαj⟨ϕ(xi), ϕ(xj)⟩ (3.23)

Επομένς προκύπτει το ισοδύναμο δυϊκό πρόημα.
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Ορισμός 3.4.2. Δεδομένου ενός γραμμικά διαχωρίσιμου συνόλου δεδομένων εκπαίδευσης S
( 3.1), και ότι οι παράμετροι α∗ αποτελoύν λύση του τετραγωνικού προβλήματος βελτιστοποίησης

max
α

W (α) =

l∑
i=1

αi −
1

2

l∑
i,j=1

yiyjαiαjk(xi,xj)

subject to
l∑

i=1

yiαi = 0

αi ≥ 0, i = 1 . . . l,

(3.24)

όπου k(xi,xj) = ⟨ϕ(xi), ϕ(xj)⟩, το διάνυσμα βαρών w∗ =
∑l

i=1 yiα
∗
iϕ(xi) παράγει το υπε-

ρεπίπεδο μεγίστου περιθωρίου με γεωμετρικό περιθώριο

γ =
1

∥w∗∥2
(3.25)

Η τιμή του b προσδιορίζεται με άση το πρτοενές πρόημα ς

b∗ = −maxyi=−1⟨w∗, ϕ(xi)⟩+minyi=1⟨w∗, ϕ(xi)⟩
2

(3.26)

Με άση το εώρημα 5.21 και από τις συνήκες Karush-Kuhn-Tucker (Κεφάαιο 5.2 [7])
προκύπτει ότι η έτιστη ύση α∗, (w∗, b∗) α πρέπει να ικανοποιεί τη σέση

α∗
i [yi(⟨w∗, ϕ(xi)⟩+ b∗)− 1] = 0 (3.27)

Η παραπάν σέση είναι πού σημαντική, καώς ορίζει τα διανύσματα υποστήριξης (support
vectors (SVs)) ς τα σημεία ια τα οποία το συναρτησιακό περιώριο είναι ίσο με 1 και ι
αυτό ρίσκονται πιο κοντά στο υπερεπίπεδο διαρισμού, καώς και ότι τα αντίστοια σε
αυτά αi του δυϊκού προήματος είναι τα μόνα μη μηδενικά. Αυτό σημαίνει ότι αυτά τα
σημεία εμπεριέουν όη τη σημαντική πηροφορία ια την ευστάεια της έτιστης ύσης.

Με άση τα παραπάν το εμετρικό margin της σέσης 3.25 διαμορφώνεται ς

γ =

(∑
i∈sv

α∗
i

)− 1
2

(3.28)

Από τη σέση 3.24 παρατηρούμε ότι, τα δεδομένα εκπαίδευσης εμφανίζονται στη ύση
μόνο στον πυρήνα . Επομένς, η δυϊκή αναπαράσταση απαάσσει την εξαή της έτιστης
ύσης από τη δυσκοία που εισάει η διάσταση του ώρου τν αρακτηριστικών, παρέοντας
τη δυνατότητα ρήσης του εόμενου “κόπου πυρήνα” (kernel trick) ή υποκατάσταση πυρήνα
(kernel substitution). Αν οιπόν το διάνυσμα εισόδου x εμφανίζεται στη ύση μόνο με
τη μορφή εστερικών ινομένου, μπορούμε να αντικαταστήσουμε το ινόμενο με κάποιο
κατάηα επιεμένο πυρήνα.

Με άση την παραπάν ανάυση, μπορούμε να εξάουμε τα παρακάτ συμπεράσματα
αναφορικά με τα μείστου περιρίου SVM:
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• Το margin έει διπό ρόο, αφενός η μειστοποίηση του εξασφαίζει μικρή διάσταση
θρυμματισμού (low fat-shattering), δηαδή σύμφνα με τη ερία ενίκευσης απαιτείται
ο προσδιορισμός ενός μικρού υποσυνόου σημείν ια το διαρισμό τν δεδομένν
με δεδομένο περιώριο, και αφετέρου αυτό οδηεί στην εξαή αραιής ύσης μέσ
τον περιορισμών που επιάει σε αυτήν.

• Δεδομένν τν SV, μπορούμε να ανακατασκευάσουμε το υπερεπίπεδο μείστου περι-
ρίου, το οποίο ταξινομεί σστά όο το σύνοο τν δεδομένν εκπαίδευσης, συμπέ-
ρασμα που ασίζεται στη εόμενη αραιότητα (sparseness) της ύσης (ένα υποσύνοο
μόνο τν πο/στών Lagrange είναι μη μηδενικό).

• Με την κατάηη επιοή πυρήνα συνής μπορούμε να καταστήσουμε τα δεδομένα
διαρίσιμα. Εντούτοις, αυτό μπορεί να οδηήσει σε overfitting, ειδικά παρουσία ο-
ρύου στα δεδομένα εκπαίδευσης. Σε αυτήν την περίπτση, όμς επειδή τυόν σημεία
με μεάες τιμές/ορυώδη (outliers) α αρακτηρίζονται από μεάους πο/στες
Lagrange ς δύσκοα στην εκπαίδευση, α μπορούσαμε να ρησιμοποιήσουμε την όη
διαδικασία ια αποορυοποίηση τν δεδομένν.

3.5 Ταξινομητής ααρού περιρίου

3.5.1 C-ΜΔΥ

Ο ταξινομητής μείστου περιρίου που εξετάσαμε στην προηούμενη ενότητα, παρέει
ακριή διαρισμό τν δεδομένν εκπαίδευσης στον αρικό ώρο εισόδου, εξασφαίζοντας
ραμμική διαρισιμότητα τν δεδομένν σε κάποιο ώρο αρακτηριστικών με τη ρήση
πυρήνν, ακόμη κι αν τεικά το όριο απόφασης είναι μη ραμμικό. Στην πράξη όμς, ενδέεται
οι κατανομές τν κάσεν τν δεδομένν να επικαύπτονται και ακριής διαρισμός τν
δεδομένν εκπαίδευσης να οδηεί σε “φτή”/ανεπαρκή ενίκευση (poor generalisation). Για
το όο αυτό τροποποιούμε τα SVM, ώστε να επιτρέπεται κάποια σημεία να μην ταξινομούνται
σστά, αά με κάποια ποινή (penalty), η οποία όμς αυξάνεται ραμμικά με την απόσταση
από το υπερεπίπεδο διαρισμού. Έτσι προκύπτει ο ταξινομητής χαλαρού περιθωρίου (soft
margin classifier).

Προκειμένου να παραιάζονται οι περιορισμοί που έτει το περιώριο, εισάουμε χαλαρές
μεταβλητές (slack variables) (Bennett, 1992 ,Cortes and Vapnik, 1995) ια τις οποίες ισύει

ξi = |yi − f(xi)|, i = 1 . . . l (3.29)

Με άση την παραπάν σέση, ξi = 0 ια τα σημεία εντός ή επί του συνόρου επιτρε-
πτού margin, ξi = 1 ια τα σημεία επί του συνόρου διαρισμού και ξi ≥ 1 ια τα άος
ταξινομημένα. Δηαδή η συνήκη ια τα επιτρεπόμενα σημεία εντός του περιρίου είναι:
0 < ξi ≤ 1.

Εισάοντας τις μεταητές ξ στο πρόημα ετιστοποίησης 3.20 έουμε

min
ξ,w,b

1

2
⟨w,w⟩+ C

l∑
i=1

ξi

subject to yi(⟨wϕ(xi)⟩+ b) ≥ 1− ξi, i = 1 . . . l

ξi ≥ 0, i = 1 . . . l

(3.30)
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Για ένα δεδομένο πρόημα, η επιοή μιας τιμής ια τη μεταητή C, ισοδυναμεί με
την επιοή μιας τιμής ια το ∥w∥2 και στη συνέεια την εαιστοποίηση του ∥ξ∥2 ια το
δεδομένο w. Λό της παρουσίας και του ρόου αυτής της παραμέτρου α αναφερόμαστε
στο εξής στη συκεκριμένη κατηορία SVM ς C-ΜΔΥ (C-SVM).

Να σημειώσουμε ότι, στην παραπάν ανάυση υποέσαμε χαλαρό περιθώριο νόρμας 1 (1-
norm soft margin), περιορισμός κουτιού (the box constraint), καώς αυτό ρησιμοποιήσαμε
και στην πειραματική διαδικασία. Απά αναφέρουμε ότι συνά ρησιμοποιείται και το χαλαρό
περιθώριο (Ευκλείδιας) νόρμας 2 (2-norm soft margin), σταθμίζοντας τη διαγώνιο (weighting
the diagonal).

Για το πρτοενές πρόημα ετιστοποίησης ( 3.30), η συνάρτηση Lagrangian είναι

L(w, b, ξ, α, r) = 1

2
⟨w,w⟩+C

l∑
i=1

ξi −
l∑

i=1

αi[yi(⟨w, ϕ(xi)⟩+ b)− 1 + ξi]−
l∑

i=1

riξi, (3.31)

όπου αi ≥ 0 και ξi ≥ 0 οι ποαπασιαστές Lagrange. Όσον αφορά στο ισοδύναμο δυϊκό
πρόημα, παραίζοντας τη σέση 3.31 ς προς w, ξ και b έουμε

w =

l∑
i=1

yiαiϕ(xi)

αi = C − ri

0 =

l∑
i=1

yiαi

(3.32)

Με άση τις παραπάν σέσεις, η πρτοενής Lagrangian ίνεται

L(w, b, ξ, α, r) =
l∑

i=1

αi −
1

2

l∑
i,j=1

yiyjαiαj⟨ϕ(xi), ϕ(xj)⟩, (3.33)

η οποία είναι ίδια με αυτή του μείστου περιρίου. Η μόνη διαφορά είναι η συνήκη αi ≤ C
που προκύπτει συνδυάζοντας τη δεύτερη συνήκη ( 3.32) με τη ri ≥ 0. Οι συνήκες Karush-
Kuhn-Tucker (Κεφάαιο 5.2 [7]) διαμορφώνονται ς

α∗
i [yi(⟨w∗, ϕ(xi)⟩+ b∗)− 1− ξi] = 0

ξi(αi − C) = 0
(3.34)

Από τις παραπάν συνήκες παρατηρούμε ότι, μη μηδενικές ααρές μεταητές έουμε όταν
αi = C, με εμετρικό περιώριο μικρότερο από 1/∥w∥. Επομένς προκύπτει το ισοδύναμο
δυϊκό πρόημα.
Ορισμός 3.5.1. Δεδομένου ενός συνόλου δεδομένων εκπαίδευσης S ( 3.1), θεωρώντας το
χώρο χαρακτηριστικών που ορίζεται από τον πυρήνα k(x,x′) και ότι οι παράμετροι α∗ αποτελoύν
λύση του τετραγωνικού προβλήματος βελτιστοποίησης

max
α

W (α) =

l∑
i=1

αi −
1

2

l∑
i,j=1

yiyjαiαjk(xi,xj)

subject to
l∑

i=1

yiαi = 0

C ≥ αi ≥ 0, i = 1 . . . l,

(3.35)
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ο κανόνας απόφασης δίδεται από το sgn(f(x)), όπου

f(x) =
l∑

i=1

yiα
∗
i k(xi,x) + b∗, (3.36)

το b∗ επιλέγεται ώστε να ισχύει: yif(xi) = 1, ∀i με C > α∗
i > 0,

b∗ =
1

|I|
∑
i∈I

yi −
l∑

j=1

yjαjk(xi,xj)

 , (3.37)

όπου I := {i : 0 < αi < C}, το σύνολο των SV, και οι χαλαρές μεταβλητές ορίζονται με
σύμφωνα με το γεωμετρικό περιθώριο

γ =

∑
i,j∈sv

yiyjα
∗
iα

∗
jk(xi,xj)

−1/2

(3.38)

Συνοικά παρατηρούμε τα εξής αναφορικά με τον ταξινομητή ααρού περιρίου νόρμας
1:

• Η παράμετρος C ∈ [1/l,∞), ισοδυναμεί σε ένα συντεεστή ρύμισης, καώς εέει το
ισοζύγιο (trade-off) μεταξύ τν επιτρεπόμενν αών στα εκπαιδευόμενα δεδομένα και
συνεπώς της ακρίειας (accuracy), και της πουποκότητας του μοντέου, δεδομένου
ότι εέει το μέεος τν συντεεστών αi.

• Το χαλαρού περιθωρίου υπερεπίπεδο (soft margin hyperplane) είναι ισοδύναμο με αυτό
του μείστου περιρίου, με τον πρόσετο περιορισμό ότι τα αi είναι άν φραμένα από
την ποσότητα C, ι αυτό και ο αρακτηρισμός περιορισμός κουτιού (box constraint).
Ο περιορισμός αυτός εξασφαίζει αφενός την ευστάεια της έτιστης ύσης και αφε-
τέρου περιορίζει την επιρροή τν outliers και επομένς του ορύου που πιανότατα
εμπεριέουν τα δεδομένα.

Το παρακάτ σήμα διασαφηνίζει τη διαφοροποίηση τν ταξινομητών μέιστου και α-
αρού περιρίου.
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(α) ()

Σήμα 3.2: Παράδειμα ταξινομητών μείστου (α) και ααρού () περιρίου [7].

3.5.2 ν-ΜΔΥ

Ένα από τα προήματα τν C-SVM είναι ο προσδιορισμός της παραμέτρου C, καώς η
κίμακα της επηρεάζεται από την εκάστοτε επιοή του ώρου τν αρακτηριστικών. Εντού-
τοις, αποδεικνύεται ότι, αν ερήσουμε C = 1/(νl), οι ύσεις που εξάονται ια διαφορετικές
τιμές της παραμέτρου είναι οι ίδιες με εκείνες που εξάονται, καώς το ν μεταάεται μεταξύ
0 και 1 στο παρακάτ πρόημα ετιστοποίησης:

Ορισμός 3.5.2. Δεδομένου ενός συνόλου δεδομένων εκπαίδευσης S ( 3.1), θεωρώντας το
χώρο χαρακτηριστικών που σιωπηρά ορίζεται από τον πυρήνα k(x,x′) και ότι οι παράμετροι
α∗ αποτελoύν λύση του τετραγωνικού προβλήματος βελτιστοποίησης

max
α

W (α) = −1

2

l∑
i,j=1

yiyjαiαjk(xixj)

subject to
l∑

i=1

yiαi = 0

l∑
i=1

yiαi ≥ ν

1/l ≥ αi ≥ 0, i = 1 . . . l,

(3.39)

ο κανόνας απόφασης δίδεται από το sgn(f(x)), όπου f(x) δίδεται από τη σχέση 3.36, το b∗

επιλέγεται ώστε να ισχύει: yif(xi) = 1, ∀i, ενώ το ξi ορίζεται:

ξi = max

0, 1− yi

 l∑
j=1

yjαjk(xj ,xi) + b

 (3.40)

Να σημειώσουμε ότι στην πράξη, η παράμετρος ν δεν κυμαίνεται σε όο το διάστημα



46 ΚΕΦΑΛΑΙΟ 3. ΜΗΧΑΝΕΣ ΔΙΑΝΥΣΜΑΤΩΝ ΥΠΟΣΤΗΡΙΞΗΣ

(0, 1] (Chang and Lin (2001)), αά η ύση είναι εφικτή αν και μόνο αν

ν ≤
(
2min(N+, N−)

l

)
≤ 1, (3.41)

όπου N+, N− τα μεέη τν δύο κάσεν και l η διάσταση του ώρου τν αρακτηριστικών.

Με άση τα παραπάν, το ν έτει ένα κάτ φράμα στο άροισμα τν αi με αποτέεσμα
ο ραμμικός όρος να εξαείφεται από την αντικειμενική συνάρτηση. Αποδεικνύεται ότι, το
κάσμα του συνόου τν εκπαιδευόμενν δεδομένν είναι άν φραμένο από το ν, ενώ
παράηα η ίδια παράμετρος αποτεεί κάτ φράμα ια το συνοικό αριμό τν SV. Κατά
συνέπεια, η δεδομένη παραμετροποίηση είναι πιο διαφανής, καώς δεν επηρεάζεται από την
κίμακα του ώρου τν αρακτηριστικών παρά μόνο από το επίπεδο ορύου στα δεδομένα.

3.6 ΜΔΥ-μονής κάσης

Τα ΜΔΥ-μονής κλάσης (single class-SVM) αποτεούν αποτεούν μηανές μη εποπτευό-
μενης εκπαίδευσης με στόο την εκτίμηση της πυκνότητας τν εκπαιδευόμενν δεδομένν.
Τα single-class SVM αντί να μοντεοποιούν την πυκνότητα τν δεδομένν, στοεύουν στην
εύρεση ενός ομαού συνόρου που να περικείει μια περιοή υψηής πυκνότητας. Το σύνορο
αυτό επιέεται, ούτς ώστε να αναπαριστά ένα ποσοστό της πυκνότητας, δηαδή η πιανό-
τητα ένα σημείο δεδομένν εξαόμενο από την κατανομή να ρεεί μέσα σε αυτή την περιοή
δίδεται από ένα καορισμένο αριμό μεταξύ 0 και 1, δηαδή έει οριστεί εκ τν προτέρν.
Γενικά έουν αναπτυεί δύο προσείσεις όσον αφορά στο παραπάν πρόημα. Η προ-
σέιση που ρησιμοποιήσαμε (Schölkopf 2001), υποοίζει ένα υπερεπίπεδο στο ώρο τν
αρακτηριστικών τέτοιο ώστε, ένα καορισμένο κάσμα τν δειμάτν εκπαίδευσης να κείται
πάν από αυτό, ενώ την ίδια στιμή να έει μέιστη απόσταση (περιώριο) από την αρή τν
αξόνν. Αντίετα η εναακτική προσέιση (Tax και Duin (1999)) αναζητά τη μικρότερη
δυνατή σφαίρα στο ώρο τν αρακτηριστικών, η οποία περιέει ένα κάσμα τν σημείν
δεδομένν. Για πυρήνες οι οποίοι είναι συναρτήσεις αμτών ινομένν, οι δύο αόριμοι
είναι ισοδύναμοι.
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Σήμα 3.3: Ένα υπερεπίπεδο διαρισμού (w, ρ) ια ένα σύνοο εκπαίδευσης δύο διαστά-
σεν στο ώρο αρακτηριστικών F , το οποίο μειστοποιεί την απόσταση από την αρή,
επιτρέποντας παράηα ν outliers.
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Σε αντιστοιία με τις προηούμενες προσείσεις ααρού περιρίου νόρμας 1 ταξινό-
μησης, προκύπτει το ακόουο τετρανικό πρόημα

min
ξ,w,ρ

1

2
⟨w,w⟩+ 1

νl

l∑
i=1

ξi − ρ

subject to ⟨w, ϕ(xi)⟩ ≥ ρ− ξi, i = 1 . . . l

ξi ≥ 0, i = 1 . . . l,

(3.42)

Η παράμετρος ν ∈ (0, 1], είναι αντίστοιη με αυτή της προηούμενης ενότητας. Επίσης,
η συνάρτηση απόφασης έει τη μορφή

f(x) = ⟨w, ϕ(x)⟩ − ρ (3.43)

Ορισμός 3.6.1. Δεδομένου ενός συνόλου δεδομένων εκπαίδευσης S ( 3.1), θεωρώντας το
χώρο χαρακτηριστικών που ορίζεται από τον πυρήνα k(x,x′) και ότι οι παράμετροι α∗ αποτελoύν
λύση του τετραγωνικού προβλήματος βελτιστοποίησης

max
α

W (α) = −1

2

l∑
i,j=1

yiyjαiαjk(xi,xj)

subject to
l∑

i=1

yiαi = 1

0 ≥ αi ≥ 1/νl, i = 1 . . . l,

(3.44)

ο κανόνας απόφασης δίδεται από το sgn(f(x)), όπου f(x) δίδεται από τη σχέση 3.43 και το
ρ∗ δίνεται ως

ρ∗ = ⟨w∗, ϕ(xi)⟩
=
∑
j

α∗
jk(xi,xj) (3.45)

Ο ρόος του ν στην παραπάν μοντεοποίηση συνοψίζεται ς εξής: Όταν το ν πησιάζει
το 0, το πρόημα ανάεται σε hard margin, καώς η ποινή τν αών ίνεται άπειρη ( 3.42).
Αποδεικνύεται ότι, αν τα δεδομένα είναι διαρίσιμα, ο παραπάν αόριμος ρίσκει το ενιαίο
υπερεπίπεδο υποστήριξης με την ιδιότητα ότι διαρίζει τα δεδομένα ς προς την αρή και
ότι η απόστασή του από την αρή είναι μέιστη μεταξύ όν τν αντίστοιν δυνατών
υπερεπιπέδν. Από την άη πευρά, αν το ν ισούται με 1, όα τα αi ισούται με το άν
φράμα 1/νl. Στην περίπτση αυτή, ια πυρήνες με οοκήρμα 1, η συνάρτηση απόφασης
αντιστοιεί σε ένα εκτιμητή παραύρου Parzen με κατώφι.

Θεώρημα 3.6.2 (ν-Ιδιότητα). Υποθέτουμε ότι η λύση της σχέσης 3.45 ικανοποιεί ρ ̸= 0.
Τότε ισχύουν τα παρακάτω:

(i) Το ν είναι ένα άνω φράγμα του κλάσματος των outliers.

(ii) Το ν είναι ένα κάτω φράγμα του κλάσματος των SV.
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(iii) Υποθέτουμε ότι τα δεδομένα έχουν δημιουργηθεί ανεξάρτητα από μια κατανομή P (x), η
οποία δεν περιλαμβάνει διακριτά στοιχεία και επιπλέον ότι ο πυρήνας είναι αναλυτικός και
μη σταθερός. Όταν ο αριθμός l των δειγμάτων τείνει στο άπειρο, με πιθανότητα 1, το ν
ισούται με το κλάσμα τόσο των SV, όσο και των outliers.

Συνοικά προκύπτουν τα εξής συμπεράσματα αναφορικά με τον αόριμο τν single-
class SVM.

• Yποοίζoυν μια “καή περιοή”, η οποία περικείει ένα κάσμα τν δειμάτν εκπαί-
δευσης, όπου ο αρακτηρισμός “καή” εκφράζει το ότι αντιστοιεί σε μια μικρή τιμή
της νόρμας ∥w∥2 και επομένς η υποκείμενη συνάρτηση α είναι ομαή (smooth).

• Υποέτοντας ότι το εκτιμώμενο υπερεπίπεδο έει μικρή τιμή ∥w∥2 και διαρίζει μέρος
τν εκπαιδευόμενν δεδομένν από την αρή με έναν συκεκριμένο περιώριο ρ/∥w∥,
η πιανότητα τα νέα δείματα που προέρονται από την ίδια κατανομή να ρεούν
εκτός μιας εαφρά ευρύτερης περιοής δε α είναι πού μεαύτερη από το κάσμα τν
outliers τν δεδομένν εκπαίδευσης.

Το παράδειμα 3.4 συνοψίζει τη διαφοροποίηση τν διαφόρν κατηοριών SVM, δεδο-
μένου του συνόου δεδομένν fourclass (LIBSVM Data) 1.

1http://www.csie.ntu.edu.tw/ cjlin/libsvmtools/datasets/

http://www.csie.ntu.edu.tw/~cjlin/libsvmtools/datasets/


3.7. ΜΔΥ-ΠΟΛΛΩΝ ΚΛΑΣΕΩΝ 49

0 50 100 150 200
0

20

40

60

80

100

120

140

160

180

200
Classification Data

 

 

Class 1
Class 2

original nSVM

single class 1
single class 2

Σήμα 3.4: Παράδειμα ταξινόμησης διαφόρν SVM.

3.7 ΜΔΥ-ποών κάσεν

Έουν αναπτυεί διάφορες μέοδοι ια το συνδυασμό ποών δυαδικών SVM, με στόο
τη δημιουρία ΜΔΥ-πολλών κλάσεων). Η πιο συνά ρησιμοποιούμενη προσέιση (Vapnik,
1998) είναι η κατασκευή K μεμονμένν SVM, στα οποία το k-οστό μοντέο yk(x) εκπαι-
δεύεται ρησιμοποιώντας δεδομένα από την κάση Ck ς ετικά δείματα και δεδομένα από
τις υπόοιπες k − 1 ς αρνητικά δείματα. Αυτή είναι νστή ς μια έναντι των υπολοίπων
(one-versus-the-rest) προσέιση.

Παρόα αυτά, η εκπαίδευση ποών μεμονμένν ταξινομητών μπορεί να οδηήσει σε
αντιφατικά αποτεέσματα, καώς μια είσοδος μπορεί να αποδοεί σε ποές κάσεις ταυ-
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τόρονα. Αυτό το πρόημα μερικές φορές διευετείται κάνοντας προέψεις ια τις νέες
εισόδους x ρησιμοποιώντας τη σέση

y(x) = max
k

yk (3.46)

Δυστυώς αυτός ο ειρισμός, παρουσιάζει το πρόημα ότι διαφορετικοί ταξινομητές
έουν εκπαιδευτεί σε διαφορετικά προήματα, και έτσι δεν υπάρει καμία εύηση ότι, οι
πραματικές ποσότητες yk ια τους διαφορετικούς ταξινομητές α έουν την ίδια κίμακα.
Ένα ακόμη πρόημα είναι ότι τα εκπαιδευόμενα σύνοα δεδομένν δεν είναι ισοκατανεμη-
μένα όσον αφορά στην αναοία ετικών, αρνητικών δειμάτν, με αποτέεσμα να άνεται
η συμμετρία του αρικού προήματος.

Μια εναακτική μέοδος είναι να εισάουμε K(K − 1)/2 συναρτήσεις δυαδικής ταξινό-
μησης, μια ια κάε ζεύος κάσεν και είναι νστή ς μια έναντι μιας (one-versus-one)
προσέιση. Κάε δείμα τότε ταξινομείται με άσει μια ψήφο πειοψηφίας μεταξύ τν συ-
ναρτήσεν. Και αυτή η προσέιση παρουσιάζει προήματα όπς φαίνεται στο παρακάτ
σήμα.
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not C1
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?C1

C2

C1

C3

C2

C3

Σήμα 3.5: Η προσπάεια ταξινόμησης K κάσεν με άση μεμονμένους δυαδικούς ταξι-
νομητές αντιμετπίζει το πρόημα τν αμφιεόμενν περιοών που φαίνονται με πράσινο.
Αριστερά παράδειμα δύο ταξινομητών, οι οποίοι διακρίνουν την κάση Ck από τις υπόοι-
πες. Δεξιά παράδειμα τριών ταξινομητών, καένας από τους οποίους διακρίνει ένα ζεύος
κάσεν Ck, Cj κάε φορά.

Στη μέοδο που εισάουμε, ια την εφαρμοή ταξινόμησης ποών κάσεν ρησιμοποι-
ήσαμε την προσέιση μια έναντι τν υποοίπν. Υπάρουν διάφορες μέοδοι αντιμετώπισης
του προήματος της κίμακας τν επιμέρους ταξινομητών. Παρόα αυτά δε ρησιμοποιήηκε
κάποια, δεδομένης της ικανοποιητικής ειτουρίας του συνδυαστικού ταξινομητή ποών
κάσεν.



Κεφάαιο 4

Χρικό ταίριασμα

4.1 Εισαή

Με άση το ρικό ταίριασμα που ορίσαμε στο προηούμενο κεφάαιο 2.3, κύριο έμα
του κεφααίου είναι η εισαή μιας ειδικής κατηορίας ρικού ταιριάσματος, η οποία πα-
ρουσιάζει ιδιαίτερο ενδιαφέρον ια όους που α αναπτυούν στη συνέεια. Με τον όρο
ευέλικτο και χαλαρό χωρικό ταίριασμα (flexible and relaxed spatial matching), αναφερόμαστε
σε μια προσέιση της διαδικασίας ρικού ταιριάσματος, η οποία παρουσιάζει δύο ασικά
αρακτηριστικά. Ο πρώτος όρος, “ευέικτο” προκύπτει από το εονός ότι επιτρέπει την μη
άκαμπτη κίνηση και το ποαπό ταίριασμα επιφανειών και αντικειμένν και ο δεύτερος όρος,
“ααρό” δηώνει την εξαή κατανομών επί ιεραρικών διαμερίσεν αντί ια υποοισμούς
ανά ζεύη. Η προσέιση αυτή αποδεικνύεται ς πιο αποδοτική, καώς διατηρεί όη τη ρική
πηροφορία, ενώ παράηα συμάει στη ετίση της επίδοσης τν αορίμν ταιριά-
σματος αποποιώντας σημαντικά τη διαδικασία σε επίπεδο υποοισμών. Εισάει οιπόν, τη
δυνατότητα ανάπτυξης μεόδν κατάην ια τη ετίση της επίδοσης της ανακατάταξης
εικόνν στις μηανές αναζήτησης, όσον αφορά τόσο στην ακρίεια, όσο και στην ταύτητα.
Στη συνέεια αναπτύσσουμε κάποιες τενικές ρικού ταιριάσματος εικόνν ς εισαή σε
μια μέοδο ευέικτου, ααρού ρικού ταιριάσματος στην οποία α αναφερούμε αναυτικά.

4.2 Τενικές ρικού ταιριάσματος εικόνν

4.2.1 Ομοφνία τυαίν δειμάτν

Την πιο διαδεδομένη μέοδο ρικού ταιριάσματος αποτεεί ο αόριμος Ομοφωνία Τυ-
χαίων Δειγμάτων (RANdom SAmple Consensus) (RANSAC) [11], ο οποίος περιαμάνει τη
εξαή υποέσεν μετασηματισμού ρησιμοποιώντας τον εάιστο αριμό αντιστοιιών
και στη συνέεια την αξιοόηση κάε υπόεσης με άση τον αριμό τν έγκυρων σημείων
(inliers) μεταξύ τν αρακτηριστικών της δεδομένης υπόεσης. Πιο συκεκριμένα στην πιο
απή περίπτση, δεδομένου ενός συνόου δισδιάστατν σημείν (σήμα 4.1) αναζητούμε
την ευεία που εαιστοποιεί το άροισμα τν τετραώνν τν κάετν αποστάσεν, υπό
τη συνήκη ότι κανένα από τα inliers, δεν αποκίνει από τη δεδομένη ευεία περισσότερο από
κάποια τιμή κατωφλίου (threshold) t. Επομένς, προκύπτει ένα πρόημα δύο κατευύνσεν:
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η εύρεσης ραμμής που να ταιριάζει στα δεδομένα και η ταξινόμηση τν σημείν σε inliers
και σε outliers.

Robust estimation:
RANdom SAmple Consensus (RANSAC)

problem: fit line to data

4

(αʹ) Σύνοο δεδομένν στο ώρο δύο διαστάσεν.

Robust estimation:
RANdom SAmple Consensus (RANSAC)

least squares fit !!!

4

(ʹ) Η ραμμή που ταιριάζει στα δεδομένα με τη ρήση εά-
ιστν τετραώνν.

Σήμα 4.1: Πρόημα εύρεσης ραμμής που ταιριάζει στα δεδομένα (Γιάννης Αρίης).

Η ιδέα είναι πού απή. Επιέουμε τυαία δύο σημεία και ερούμε την ευεία που
ορίζουν. Η υποστήριξη (support) ια τη δεδομένη ευεία είναι ο αριμός τν inliers. Η ίδια
διαδικασία επανααμάνεται μερικές φορές και η ευεία με τη μεαύτερη υποστήριξη επιέ-
εται ς έτιστη. Ο αόριμος RANSAC συνοψίζεται παρακάτ 1.

Όσον αφορά στο στάδιο ανακατάταξης στην ανάκτηση εικόνν, αρικά ρίσκουμε τα αντί-
στοιχα χαρακτηριστικά (corresponding features), δηαδή τα αρακτηριστικά με την ίδια οπτική
έξη, και στη συνέεια ια κάε τέτοιο ζεύος ερούμε μια υπόεση ομοραφικού μεταση-
ματισμού. Κάε υπόεση μετασηματισμού αξιοοείται με άση τον αριμό τν inliers που
εμφανίζει, αποηκεύουμε τον αντίστοιο ομοραφικό μετασηματισμό και επανααμάνουμε
τη διαδικασία μέρις ότου να πετύουμε ένα μέιστο αριμό inliers.

Θερούμε ότι η ρική επιεαίση είναι επιτυημένη αν στο ρικό ταίριασμα της εικό-
νας αναζήτησης και τν εικόνν άσης που ρίσκονται στην κορυφή της ίστας κατάταξης,
ανινεύσουμε έναν εάιστο αριμό inliers, ο οποίος ια παράδειμα στην περίπτση επίπεδης
ομοραφίας δεδομένν με αντιστοιίες δύο διαστάσεν είναι 4. Στη συνέεια, ανακατατάσ-
σουμε τις εικόνες με άση το άροισμα τν τιμών idf τν έξεν που είναι inliers. Οι εικόνες
που δεν επιεαιώηκαν εμετρικά μπαίνουν στο τέος της ίστας.
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Algorithm 1 RANSAC
Στόος: Εύρστο ταίριασμα ενός μοντέου σε ένα σύνοο δεδομένν S που περιέει
outliers:
1: Επέεξε ένα τυαίο δείμα σημείν δεδομένν s από το σύνοο S και κατασκεύασε το
μοντέο με αυτές τις παραμέτρους.

2: Προσδιόρισε το σύνοο τν σημείν δεδομένν Si, τα οποία ρίσκονται εντός ενός κα-
τφίου απόστασης t από το μοντέο. Το σύνοο Si είναι το σύνοο “ομοφωνίας΄΄ του
δείγματος (consensus set) και ορίζει τους inliers του S.

3: Αν το μέεος του Si (ο αριμός τν inliers) είναι μεαύτερο από κάποιο κατώφι T ,
τότε επανεκτίμησε το μοντέο ρησιμοποιώντας όα τα σημεία του S και τερμάτισε.

4: Αν το μέεος του Si είναι μικρότερο από T , επέεξε ένα νέο δείμα και επανάαε τα
παραπάν ήματα.

5: Μετά από N δοκιμές, το μεαύτερο σύνοο ομοφνίας Si επιέεται και το μοντέο
επανεκτιμάται ρησιμοποιώντας όα τα σημεία του υποσυνόου Si

Συνοψίζοντας, αναφέρουμε την πρόταση τν Fischler and Bolles [9] ότι η διαδικασία
που περιαμάνει ο αόριμος RANSAC είναι αντίετη αυτής του συματικών τενικών
εξομάυνσης. Αντί να ρησιμοποιεί όσο το δυνατόν περισσότερα δεδομένα ια την εξαή
μιας αρικής ύσης και να επιδιώκει ακοούς την αφαίρεση τν μη έκυρν δεδομένν,
ρησιμοποιεί όσο το δυνατόν ιότερα δεδομένα και επεκτείνει αυτό το σύνοο με συνεπή
δεδομένα, όταν αυτό είναι δυνατό. Σημαντικό μειονέκτημα της τενικής αυτής είναι η αμηή
απόδοση, όταν το ποσοστό τν inliers είναι πού μικρό.

4.2.2 Τοπικά ετιστοποιημένη ομοφνία τυαίν δειμάτν

Η μέοδος Τοπικά Βελτιστοποιημένη Ομοφωνία Τυχαίων Δειγμάτων (Locally Optimised
RANdom SAmple Consensus) (Lo-RANSAC) [6] αποτεεί επέκταση της μεόδου RANSAC,
με την προσήκη ενός ήματος ετιστοποίησης ενός ενικευμένου μοντέου (LO ήμα) το
οποίο εφαρμόζεται μόνο σε μοντέα με αμοοία καύτερη από όα τα προηούμενα. Στον
από RANSAC ίνεται η υπόεση ότι αν ένα δείμα σημείν δεν περιέει outliers, το μο-
ντέο που προκύπτει με άση το δεδομένο δείμα α είναι συνεπές ια όα τα inliers. Στην
πραματικότητα όμς αυτό δεν ισύει ό πιανής παρουσίας ορύου και κακής εώρη-
σης συνηκών (poor conditioning). Ο LO-RANSAC οιπόν ασίζεται στην παρατήρηση
ότι ιδανικά όα τα εκτιμώμενα μοντέα με άση δείματα εαίστου μεέους, περιαμά-
νουν μεάο ποσοστό inliers εντός της υποστήριξής τους. Γι αυτό, εισάεται μια διαδικασία
ετιστοποίησης, δεδομένου του έτιστου υποτιέμενου μοντέου. Με αυτό τον τρόπο, ο
αόριμος που προκύπτει συμφνεί σε μεαύτερο αμό με τη ζητούμενη, ερητική επί-
δοση, ενώ είναι πιο εύρστος καώς παρουσιάζει αμηότερη ευαισησία στο όρυο και τη
εώρηση ανεπαρκών συνηκών.

Έστ P η πιανότητα να επιεεί τυαία από ένα σύνοο U από N σημεία δεδομένν,
ένα δείμα που δεν περιέει outliers. Τότε ισύει:

P =

(
I
m

)
(

N
m

) =
m−1∏
j=0

I − j

N − j
≈ ϵm (4.1)
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Robust estimation:
RANdom SAmple Consensus (RANSAC)

... classify remaining points to inliers ...

4

(αʹ) Η υποετική ευεία ορίζεται από τα δύο ρόζ σημεία. Με
πράσινο συμοίζουμε τους inliers
και με κόκκινο τους outliers.

Robust estimation:
RANdom SAmple Consensus (RANSAC)

repeat ...

4

(ʹ) Μία άη υποετική ευεία μαζί με τους inliers και
outliers.

Robust estimation:
RANdom SAmple Consensus (RANSAC)

finally: maximum inliers

4

(ʹ) Μετά από μερικές επαναήψεις καταήξαμε ότι η διακε-
κομμένη ευεία ταιριάζει καύτερα στα δεδομένα μας.

Σήμα 4.2: Εφαρμοή RANSAC στην εύρεση ευείας που ταιριάζει στα δεδομένα (Γιάννης
Αρίης).
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όπου ϵ το ποσοστό τν inliers ϵ = 1/N και I το μέεος του δείματος. Παρακάτ συνοψί-
ζεται ο αόριμος LO-RANSAC:

Algorithm 2 LO-RANSAC
Επανάαε μέρι η πιανότητα P εύρεσης ενός μοντέου με υποστήριξη μεαύτερη από I∗

στο k ήμα ίνεται μικρότερη από ένα προκαορισμένο κατώφι η0:
1: Επέεξε ένα τυαίο δείμα εάιστου μεέους m από το U .
2: Εκτίμησε τις παραμέτρους του μοντέου που είναι συνεπές με το δεδομένο δείμα.
3: Υποόισε την υποστήριξη Ik του μοντέου, δηαδή τα σημεία δεδομένν με σφάμα
μικρότερο από ένα προκαορισμένο κατώφι ϑ. Αν Ik > Ij ,∀i < k, δηαδή όταν ένα
νέο μέιστο έει επιτευεί, τότε τρέξε: LO ήμα. Εφάρμοσε ετιστοποίηση. Αποή-
κευσε το καύτερο μοντέο που ρέηκε και την υποστήριξή του I∗(I∗ ≥ Ik) ό της
ετιστοποίησης.

Για το ήμα ετιστοποίησης έουν προταεί και δοκιμαστεί διάφορες μέοδοι [5]. Για
όους πηρότητας τις αναφέρουμε συνοπτικά.

1. Απή. Θερεί όα τα σημεία δεδομένν με σφάμα μικρότερο από ένα κατώφι ϑ
και ρησιμοποιεί ένα ραμμικό αόριμο ια την υπόεση τν παραμέτρν του νέου
μοντέου.

2. Επαναηπτική. Θερεί όα τα σημεία με σφάμα μικρότερο από K · ϑ και ρησιμο-
ποιεί ένα ραμμικό αόριμο ια τον υποοισμό τν παραμέτρν του νέου μοντέου.
Μειώνει το κατώφι και επανααμάνει μέρι το κατώφι να ίνει ίσο με ϑ.

3. Εστερικός RANSAC. Υοποιείται μια νέα δειματοηπτική διαδικασία. Επιέο-
νται δείματα μόνο από Ik σημεία δεδομένν, τα οποία είναι συνεπή με το υποτιέμενο
μοντέο του k ήματος του RANSAC. Νέα μοντέα επιεαιώνονται έναντι οόκη-
ρου του συνόου τν σημείν δεδομένν. Όσο η δειματοηψία ίνεται σε inliers,
δε ρειάζεται το μέεος του δείματος να είναι εάιστο. Αντίετα, το μέεος του
δείματος επιέεται να εαιστοποιεί το σφάμα τν παραμέτρν του εκτιμώμενου
μοντέου.

4. Επαναηπτικός Eστερικός RANSAC. Η μέοδος αυτή είναι παρόμοια με την
προηούμενη, με τη διαφορά ότι κάε δείμα του εστερικού RANSAC υπόκειται στη
μέοδο 2.

Η τεευταία μέοδος αναφέρεται ότι παρουσιάζει την καύτερη επίδοση. Να σημειώσουμε
ότι ο αόριμος φαίνεται να ευάται ότι το LO ήμα εφαρμόζεται τόσο σπάνια, ώστε η
επίδραση στο ρόνο εκτέεσης να είναι μικρή.

Όσον αφορά στην ανάκτηση εικόνν, στο ρικό ταίριασμα ο υποοισμός του μετα-
σηματισμού μεταξύ της εικόνας αναζήτησης και την εικόνν της άσης, πραματοποιείται
ρησιμοποιώντας τον Επαναηπτικό Εστερικό RANSAC, στο LO ήμα του αορίμου
LΟ-RANSAC ερώντας ς σύνοο δεδομένν ζεύη αρακτηριστικών με την ίδια οπτική
έξη (corresponding features) [17]. Πιο συκεκριμένα, με άση τις κοινές οπτικές έξεις
μεταξύ της εικόνας αναζήτησης και τν εικόνν άσης με το μεαύτερο άρος tf-idf ε-
ρούμε πιθανές αντιστοιχίες σημείων (tentative correspondences). Με δεδομένα οιπόν δύο
αντίστοια αρακτηριστικά, υποέτουμε κάποιο προσειστικό μοντέο και στη συνέεια
εφαρμόζουμε τον αόριμο LO-RANSAC, όπς περιράφεται παραπάν.
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4.2.3 Χρικό ταίριασμα πυραμίδας

Η τενική Χωρικό Ταίριασμα Πυραμίδας (Spatial Pyramid Matching) (SPM) [13] ανα-
φέρεται σε καοικές μη ανεξάρτητες αναπαραστάσεις, ασισμένες σε αροιστικά στατιστικά
τοπικών αρακτηριστικών επί καορισμένν υποπεριοών. Πιο συκεκριμένα, τμηματοποιεί
την εικόνα σε αυξανόμενα επτομερείς (fine) υποπεριοές και υποοίζει ιστοράμματα το-
πικών αρακτηριστικών που ρίσκονται σε κάε υποπεριοή. Η χωρική πυραμίδα (spatial
pyramid) που προκύπτει, αποτεεί μια απή και υποοιστικά αποδοτική επέκταση της ανα-
παράστασης εικόνας ρίς διάταξη, “σάκος” χαρακτηριστικών (bag-of-features), καώς μπορεί
να αναδείξει σημαντικά από άποψη αντίηψης αρακτηριστικά και παρουσιάζει σημαντικά ε-
τιμένη επίδοση σε δύσκοα προήματα κατηοριοποίησης σκηνών (scene categorization).

Η ασική ιδέα είναι ο συνδυασμός με έναν αξιματικό τρόπο ποών επιπέδν ανάυσης
της εικόνας στο παίσιο της οικής “subdivide and disorder (υποδιαίρεσε και ανατάραξε)”.
Το αποτέεσμα της όης διαδικασίας είναι μια μέοδος προσεγγιστικού γεωμετρικού ταιριάσμα-
τος (approximate geometrical matching), με ποών διαστάσεν αναπαραστάσεις, οι οποίες
εμπεριέουν περισσότερη πηροφορία.

Έστ , δύο σύνοα διανυσμάτν σε ένα ώρο αρακτηριστικών d διαστάσεν. Ας κατα-
σκευάσουμε μια ακοουία πεμάτν σε ανάυσης 0 . . . L, τέτοια ώστε σε κάε επίπεδο l το
πέμα να έει 2l κειά σε κάε διάσταση, άρα συνοικά D = 2dl κειά. Έστ Hℓ

X , Hℓ
Y τα

ιστοράμματα τν , στο συκεκριμένο επίπεδο/ανάυση, έτσι ώστε Hℓ
X(i),Hℓ

Y (i) ο αριμός
τν σημείν από τα X,Y , τα οποία ρίσκονται στο i κεί του πέματος. Τότε ο αριμός τν
ταιριασμάτν στο επίπεδο l δίνεται από τη συνάρτηση διατομής/διασταύρσης (intersection)
ιστοράμματος:

I(Hℓ
X ,Hℓ

Y ) =
D∑
i=1

min(Hℓ
X(i),Hℓ

Y (i)) (4.2)

Για συντομία αναφέρουμε στη συνέεια το I(Hℓ
X ,Hℓ

Y ) ς Iℓ. Ο αριμός τν νέν ται-
ριασμάτν στο επίπεδο l είναι Iℓ − Iℓ+1 ια ℓ = 0, . . . , L − 1. Δεδομένου ότι έουμε να
δώσουμε μικρότερη αρύτητα σε ταιριάσματα που ρίσκονται σε μεαύτερα κειά, καώς
τα μεαύτερα κειά περιαμάνουν περισσότερο ανόμοια αρακτηριστικά, έτουμε το άρος
όσον αφορά στο κάε επίπεδο ℓ ίσο με 1

2L−l , δηαδή αντιστρόφς ανάοο του πάτους του
κειού του αντίστοιου επιπέδου. Συνοψίζοντας οιπόν, παίρνουμε τον ακόουο ορισμό του
πυρήνα ταιριάσματος πυραμίδας (pyramid match kernel):

kL(X,Y ) = IL +
L−1∑
l=0

1

2L−l
(Iℓ − Iℓ+1)

=
1

2L
I0 +

L∑
ℓ=1

1

2L−ℓ+1Iℓ

(4.3)

Τόσο η διασταύρση ιστοράμματος όσο και ο πυρήνας ταιριάσματος πυραμίδας αποτε-
ούν πυρήνες Mercer.

Αναφορικά και με την ανάκτηση εικόνν, η τενική SPM περιαμάνει μια “οροώνια”
προσέιση ς εξής: εφαρμόζει ταίριασμα πυραμίδας στο ώρο δύο διαστάσεν της εικόνας
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και ρησιμοποιεί παραδοσιακές τενικές συσταδοποίησης (clustering) στο ώρο τν αρα-
κτηριστικών. Πιο συκεκριμένα, έοντας κατασκευάσει το οπτικό εξικό M έξεν, κάε
κανάι m που αντιστοιεί σε μια από τις οπτικές έξεις, μας δίνει δύο σύνοα διανυσμάτν
δύο διαστάσεν,Xm, Ym, τα οποία αντιπροσπεύουν τις συντεταμένες τν αρακτηριστικών
που περιέουν τη έξη m στις δύο εικόνες προς σύκριση. Ο τεικός πυρήνας διαμορφώνεται
ς το άροισμα τν πυρήνν τν ριστών καναιών:

KL(X,Y ) =

M∑
m=1

kL(Xm, Ym) (4.4)
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Figure 1. Toy example of constructing a three-level pyramid. TheΣήμα 4.3: Η εικόνα έει τρία είδη αρακτηριστικών, που επισημαίνονται ς κύκοι, διαμάντια
και σταυροί. Στο πάν μέρος υποδιαιρούμε την εικόνα σε τρία διαφορετικά επίπεδα ανάυσης.
Στη συνέεια ια κάε επίπεδο ανάυσης και κάε κανάι μετράμε τα αρακτηριστικά που
ρίσκονται μέσα σε κάε ρικό κεί. Τέος, σταμίζουμε κάε ρικό ιστόραμμα με άση
τη σέση 4.3

Το ετικό της παραπάν προσέισης είναι ότι είναι συνεπής με τη ερία τν οπτικών
εξικών (ισοδυναμεί με το bag-of-words ια L = 0). Επίσης, επειδή ο πυρήνας ταιριάσματος
πυραμίδας συνίσταται απά από ένα σταμισμένο άροισμα διασταυρώσεν ιστοραμμάτν,
και cmin(α, b) = min(cα, cb) ια ετικούς αριμούς, μπορούμε να υοποιήσουμε το KL

ς ένα μεμονμένο ιστόραμμα διασταύρσης διανυσμάτν μεάν διαστάσεν ενώνοντας
τα κατάηα σταμισμένα ιστοράμματα ια όα τα κανάια και όες τις αναύσεις. Κατά
αυτό τον τρόπο, ια L επίπεδα και M κανάια, το διάνυσμα που προκύπτει έει διαστάσεις
M
∑L

ℓ=0 4
ℓ = M 1

3(4
ℓ+1 − 1). Επειδή τα διανύσματα ιστοραμμάτν είναι πού αραιά, η υπο-

οιστική πουποκότητα του πυρήνα δεν επιαρύνεται από την ύπαρξη ποών διαστάσεν,
αά αποδεικνύεται ότι είναι ραμμική στον αριμό τν αρακτηριστικών.

Επιπρόσετα, ια μέιστη υποοιστική απόδοση, κανονικοποιούμε όα τα ιστοράμματα
με το συνοικό άρος όν τν αρακτηριστικών στην κάε εικόνα, επιάοντας ο αριμός
τν αρακτηριστικών σε όες τις εικόνες να είναι ο ίδιος.

Συνοικά οιπόν εξάουμε τα ακόουα συμπεράσματα όσον αφορά στην τενική SPM:
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• Ο συνδυασμός ποαπών αναύσεν της εικόνας με έναν αξιματικό τρόπο, εξασφα-
ίζει ευρστία αναφορικά με άη σε μεμονμένα επίπεδα.

• Ένας καύτερος τρόπος να εκμεταευτούμε τη δομή τόσο στην εικόνα, όσο και στο
ώρο τν αρακτηριστικών ίσς είναι να συνδυάσουμε την πουεπίπεδη προσέιση
πυραμίδας με τα οπτικά εξικά σε ένα ενιαίο παίσιο.

• Επειδή οι ρικές πυραμίδες ασίζονται σε αρακτηριστικά υποοισμένα στην αρική
ανάυση της εικόνας, φαίνεται να εντοπίζουν την οράνση ασικών εικονοραφικών
στοιείν ή ομοιόμορφες περιοές (blobs), καώς και την κατευυντικότητα τν επι-
κρατουσών ευειών και ακμών και ενικά επτομερειών υψηής συνότητας.

• Μειονέκτημα αποτεεί η δυσκοία εύρεσης καοικών αρακτηριστικών σε εικόνες με
έντονη εμετρική ποικιομορφία.

4.2.4 Γρήορο ρικό ταίριασμα

Η μέοδος Γρήγορο Χωρικό Ταίριασμα (Fast Spatial Matching) [17] αποτεεί ουσιαστικά
μια περίπτση εφαρμοής του αορίμου LO-RANSAC με ήμα τοπικής ετιστοποίησης
LO Επαναηπτικό Εστερικό RANSAC που αναύσαμε σε προηούμενη ενότητα. Συκε-
κριμένα στην ανάκτηση εικόνν που μεετάμε, περιαμάνει την εξαή υποέσεν ενός
προσειστικού μοντέου και στη συνέεια επανεκτιμά επαναηπτικά νέες υποέσεις με άση
το σύνοο τν σημείν δεδομένν. Επιέοντας έναν περιορισμένο αριμό μετασηματισμών
ια την εξαή υποέσεν και εκμεταευόμενοι πηροφορία όσον αφορά στο σήμα στις
αφινικά ανεξάρτητες περιοές μπορούμε να δημιουρήσουμε υποέσεις μόνο με μεμονμένα
ζεύη αντίστοιν αρακτηριστικών. Γι αυτό το όο απαριμούμε όες τις υποέσεις, αφαι-
ρώντας έτσι την τυαιότητα από τον αόριμο. Να σημειώσουμε ότι τα αρακτηριστικά απο-
τεούν οπτικές έξεις εξαόμενες με τον αόριμο συσταδοποίησης AKM (Approximate
k-means).

Transformation dof Matrix

translation +

isotropic scale
3

»

a 0 tx

0 a ty

–

translation +

anisotropic scale
4

»

a 0 tx

0 b ty

–

translation +

vertical shear
5

»

a 0 tx

b c ty

–

(a)

H1

I

H2

H

C1 C2

(b)

Σήμα 4.4: Τα τρία αφινικά υποσύνοα που ρησιμοποιούνται στη ρική ανακατάταξη και ο
υποοισμός του H ς H−1

2 H1 ια την 5-dof περίπτση.

Οι περιπτώσεις τν αφινικών υποέσεν που εξετάζονται φαίνονται στον σήμα 4.4. Πιο
συκεκριμένα αναφέρουμε κάποια στοιεία ια κάε υπόεση.

1. 3 αμοί εευερίας (3-dof). Υποοίζεται σε μια περιοή ύρ από κάε αντι-
στοιία ρησιμοποιώντας το κεντροειδές της περιοής ια την εκτίμηση της μεταφοράς
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(translation) και την κίμακα κάε περιοής ια την εκτίμηση της ισοτροπικής ααής
κίμακας μεταξύ της εικόνας αναζήτησης και της εκάστοτε υψηά σε κατάταξη εικόνας
άσης (ιδανικός ια περιπτώσεις ααής στη μεέυνση (zoom) της κάμερας ή της
απόστασής της από τη σκηνή).

2. 4 αμοί εευερίας (4-dof). Από μια περιοή ύρ από μια μεμονμένη αντιστοι-
ία, η κίμακα στην κατεύυνση x υποοίζεται από το όο τν ορίν της περιοής
στη διάσταση x. Όμοια και ια την κατεύυνση y (ιδανικός ια ράυνση με οριζόντια
ή κατακόρυφη κιμάκση).

3. 5 αμοί εευερίας (5-dof). Εκτιμάται από τη μεμονμένη αντιστοιία δύο εει-
πτικών περιοών, C1 ↔ C2, ια τις οποίες ερούμε τους μετασηματισμούς H1,H2,
οι οποίοι μετασηματίζουν τις εείψεις σε μοναδιαίους κύκους, έτσι ώστε ο προσα-
νατοισμός του μοναδιαίου διανύσματος στην κατεύυνση y να διατηρείται ((0, 1)T )
αποτεεί ένα ιδιοδιάνυσμα του μετασηματισμού). Ο συνοικός μετασηματισμός δί-
νεται ς H−1

2 H1 (διατηρεί την κατακόρυφη διεύυνση και επιτρέπει την ανισοτροπική
κιμάκση και την κατακόρυφη διάτμηση).

Σε κάε περίπτση στο επαναηπτικό ήμα επανεκτίμησης του LO-RANSAC ρησιμο-
ποιείται ένας ενικός μετασχηματισμός 6 βαθμών ελευθερίας (6-dof), ο οποίος εκτιμάται ύρ
από κεντροειδή του τρέοντος συνόου τν inliers, τα οποία προσδιορίζονται με τους προη-
ούμενους πιο απούς μετασηματισμούς.

Για τον υποοισμό τν inliers ρησιμοποιείται το σφάλμα μεταφοράς δύο κατευθύνσεων
με κατώφλι κλίμακας (two-way transfer error with scale threshold). Το ζητούμενο είναι να
ρούμε το ρικά πιο κοντινό αρακτηριστικό που ανήκει στην ίδια οπτική έξη με κάποιο
αντίστοιο αρακτηριστικό της εικόνας αναζήτησης και να εέξουμε αν αυτή η μεμονμένη
απόσταση είναι μικρότερη από το κατώφι. Η υοποίηση της διαδικασίας αυτής περιαμά-
νει την κατασκευή ενός δισδιάστατου kd δέντρου, ια την εξασφάιση οαριμικού ρόνου
αναζήτησης. Επίσης, ερούμε ότι η ρική επαήευση είναι επιτυής αν ρούμε έναν με-
τασηματισμό με τουάιστον 4 inliers αντιστοιίες. Στη συνέεια ανακατατάσσουμε τις
εικόνες με άση το άροισμα τν idf τιμών τν inliers οπτικών έξεν και τοποετούμε τις
ρικά επαηευμένες πιο ψηά σε κατάταξη από τις υπόοιπες.

Συνοικά οιπόν ο αόριμος FSM ετιώνει σημαντικά την απόδοση τν μηανών ανά-
κτησης εικόνν, με ίο μικρότερο περιώριο ια μεάα εξικά, καώς ήδη παρέουν υψηή
διακριτικότητα με αποτέεσμα την επιάρυνση του υποοιστικού ρόνου ρίς αντίστοιη
ετίση της επίδοσης. Επίσης, η απόδοση τν διαφορετικών υποέσεν δε διαφοροποιεί-
ται σημαντικά όου του επαναηπτικού ήματος που είναι κοινό και πιο καοριστικό, με
καύτερη την 5-dof υπόεση.

4.3 Ταίριασμα πυραμίδας Hough

Μέρι τώρα όες οι μέοδοι ρικού ταιριάσματος που εξετάστηκαν προσπαούν να ανι-
νεύσουν inliers, είτε άσει υποέσεν μετασηματισμού, οι οποίες αξιοποιούν το τοπικό
σήμα τν αρακτηριστικών, είτε επιάοντας περιορισμούς κατά ζεύη ια την εξαή
αντιστοιιών (ευέικτα μοντέα (flexible models)), όπου οι ρόνοι επεξερασίας παραμένουν
ακόμη απαορευτικοί ια τη ετίση της επίδοσης της ανακατάταξης εικόνν στις μηανές
αναζήτησης.
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Η τενική Ταίριασμα Πυραμίδας Hough (Hough Pyramid Matching) [20] αναπτύσσεται
στο παίσιο ενός μοντέου χαλαρού, χωρικού ταιριάσματος (relaxed spatial matching), το
οποίο ασίζεται στο σήμα τν τοπικών αρακτηριστικών ια την εξαή ψήφν (votes)
και είναι ανεξάρτητο τν μετασηματισμών ομοιότητας, δεν απαιτεί επαήευση καταμέτρησης
τν inliers και άρα προσαρμοή μοντέου (model fitting) και είναι ραμμικό στον αριμό
τν αντιστοιιών. Επίσης εφαρμόζει ένα προς ένα αντιστοίιση (one to one mapping) και
είναι ευέικτο, επιτρέποντας μη άκαμπτη κίνηση (non rigid motion) και ποαπό ταίριασμα
επιφανειών και αντικειμένν.

4.3.1 Διατύπση προήματος

Υποέτουμε ότι μια εικόνα αναπαρίσταται από ένα σύνοο P τοπικών αρακτηριστικών.
Για κάε αρακτηριστικό p ∈ P , ορίζεται ένας μετασηματισμός ομοιότητας αναφορικά με
κάποια κανονικοποιημένη περιοή (patch) της εικόνας, με τοπικό σήμα και κίμακα, που
δίνεται από τον 3× 3 πίνακα

F (p) =

[
M(p) t(p)
0T 1

]
, (4.5)

όπου M(p) = σ(p)R(p) και σ(p),R(p),t(p) αντιστοιούν στην ισοτροπική κίμακα, τον προ-
σανατοισμό και τη έση, και ο R(p) είναι ένας οροώνιος 2 × 2 πίνακας με detR(p) = 1,
που αναπαρίσταται από μια νία ϑ(p).

Δοέντν δύο εικόνν P,Q, μια ανάθεση (assignment) ή αντιστοιχία (correspondence)
c = (p, q) είναι ένα ζεύος αρακτηριστικών p ∈ P , q ∈ Q. Ο σετικός μετασηματισμός
από το p στο q είναι πάι ένας μετασηματισμός ομοιότητας, ο οποίος δίδεται ς

F (c) = F (p)F (q)−1 =

[
M(c) t(c)
0T 1

]
, (4.6)

όπου M(c) = σ(c)R(c), t(c) = t(q)−M(c)t(p) και σ(c) = σ(q)/σ(p), R(c) = R(q)R(p)−1

είναι η σετική κίμακα και προσανατοισμός από το p στο q. Συνεπώς οι αναέσεις αποτε-
ούν σημεία σε ένα ώρο μετασηματισμού F τεσσάρν διαστάσεν και περιράφονται από
ένα διάνυσμα παραμέτρν 4-dof μετασηματισμού

f(c) = (x(c), y(c), σ(c), ϑ(c)), (4.7)

όπου [x(c)y(c)]T = t(c) και ϑ(c) = ϑ(q)− ϑ(p).

Θερούμε ότι δύο αρακτηριστικά είναι αντίστοια, όταν ανατίενται στην ίδια οπτική
έξη:

C = {(p, q) ∈ P ×Q : u(p) = u(q)}, (4.8)

όπου u(p) είναι η κδική έξη ή οπτική έξη του p. Αναφερόμαστε οιπόν σε μια πολλά προς
πολλά αντιστοίχιση (many-to-many mapping). Δεδομένης μια ανάεσης c = (p, q), ορίζουμε
την κδική της έξη u(c) = u(p) = u(q).

Σε κάε αντιστοιία c = (p, q) ∈ C αποδίδεται ένας συντεεστής αρύτητας μέτρησης
της σετικής της σημασίας w(c), που τυπικά εδώ είναι το idf της οπτικής έξης. Δοέ-
ντος ενός ζεύους αναέσεν c, c′ ∈ C, ερούμε μια βαθμολογία γειτνίασης (affinity score)
α(c, c′), η οποία μετρά την ομοιότητα ς μια μη αύξουσα συνάρτηση της απόστασής στο
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ώρο μετασηματισμού. Επιπέον, δύο αναέσεις c = (p, q), c′ = (p′, q′) ονομάζονται συμβα-
τές (corresponding) αν p ̸= p′ και q ̸= q′, και συγκρουόμενες (conflicting) διαφορετικά.

Το πρόημα δυαδικού τετραγωνικού προγραμματισμού (binary quadratic programming)
προς επίυση είναι η εύρεση ενός υποσυνόου ζευών συματών αναέσεν, τα οποία μει-
στοποιούν τη συνοική σταμισμένη αμοοία ειτνίασης τν ζευών.

4.3.2 Διαδικασία ταιριάσματος

Θερούμε ότι οι παράμετροι μετασηματισμού είναι κανονικοποιημένοι ή μη ραμμικά
αντιστοιισμένοι στο [0, 1]. Οπότε ο ώρος μετασηματισμού είναι F = [0, 1]d. Κατασκευά-
ζουμε μια ιεραρχική διαμέριση B = B0, . . . , BL−1 του ώρου F σε L επίπεδα. Κάε Bℓ ∈ B
διαμερίζει τον F σε 2kd κάδους (bins)(υπερκύους), όπου k = L− 1− ℓ. Τα bins εξάονται
καντίζοντας ομοιόμορφα κάε παράμετρο, ή διαμερίζοντας κάε διάσταση σε 2k ίσα διαστή-
ματα μήκους 2−k. B0 είναι το πιο επτομερές επίπεδο (πυμένας), ενώ το BL−1 είναι το πιο
τραύ επίπεδο (κορυφή). Κάε διαμέριση Bℓ αποτεεί μια επτή διαμέριση του Bℓ+1.

Ξεκινώντας με ένα σύνοο υποετικών αντιστοιιών τν εικόνν P,Q, κατανείμουμε τις
αντιστοιίες σε bins με ένα ιστόγραμμα πυραμίδας (histogram pyramid). Δοέντος ενός bin
b, ερούμε

h(b) = {c ∈ C : f(c) ∈ b} (4.9)

το σύνοο τν αντιστοιιών με διανύσματα παραμέτρν να εμπίπτουν στο b, και |h(b)| το
πήος του.

Στη συνέεια περιράφουμε τα στάδια της διαδικασίας ρικού ταιριάσματος, η οποία
συνοψίζεται στον υποοισμό μιας ενίσχυσης (strength), όσον αφορά στο σύνοο C τν
εικόνν P,Q, και κατ’ επέκταση της ομοιότητάς τους. Χρίζουμε αναδρομικά τις αντιστοιίες
σε bins με άση μια από την κορυφή και προς τα κάτω λογική (top-down-fashion) και στη
συνέεια τα ομαδοποιούμε πάι αναδρομικά με άση μια από τον πυθμένα προς τα πάνω λογική
(bottom-up-fashion). Προκειμένου να επιάουμε μια ένα προς ένα αντιστοίιση, σε κάε
επίπεδο διαράφουμε μια από τις συκρουόμενες αντιστοιίες με τρόπο που α εξηήσουμε
πιο κάτ. Έστ Xℓ το σύνοο τν αντιστοιιών που έουν διαραφεί μέρι το επίπεδο ℓ.
Αν b ∈ Bℓ ένα bin στο επίπεδο ℓ, το σύνοο τν αντιστοιιών που κρατάμε στο b είναι
ĥ(b) = h(b) \Xℓ. Συνεπώς, ορίζουμε ς πλήθος ομάδας ενός bin b την ποσότητα

g(b) = max{0, |ĥ(b)| − 1} (4.10)

Έστ b0 ⊆ . . . ⊆ bℓ μια ακοουία από bins που περιέουν την αντιστοιία c σε διαδοικά
επίπεδα μέρι το επίπεδο ℓ, έτσι ώστε bk ∈ Bk ια k = 0, . . . , ℓ. Για κάε k, εκτιμούμε τη
ειτνίαση (affinity) α(c, c′) του c ς προς κάε άη αντιστοιία c′ ∈ bk, ς μια μη αρνητική
και μη αύξουσα συνάρτηση γειτνίασης επιπέδου (level affinity) του k, την α(k) = 2−k, ούτς
ώστε η ειτνίαση να είναι αντιστρόφς ανάοη του μεέους του bin, ασιζόμενοι στη
οική ότι τα πιο μικρά bins σε πιο αμηά επίπεδα είναι πιο πιανόν να περιέουν αντιστοιίες
που είναι πράματι inliers. Επιπέον, οι νέες αντιστοιίες που ενσματώνονται στη c σε μια
ομάδα στο επίπεδο k είναι g(bk)− g(bk−1). Συνεπώς η ενίσυση του c μέρι το επίπεδο ℓ α
είναι

sℓ(c) = g(b0) +

ℓ∑
k=1

2−k{g(bk)− g(bk−1)} (4.11)
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Σήμα 4.5: Ταίριασμα 9 αναέσεν μιας πυραμίδας 3 επιπέδν στο δισδιάστατο ώρο. Τα
ρώματα υποδεικνύουν τις οπτικές έξεις, και το πάος τν ακμών τη ειτνίαση. Η δια-
κεκομμένη ραμμή μεταξύ τν c6, c9 υποδεικνύει μια ομάδα η οποία έει σηματιστεί στο
επίπεδο 0 και διασπάστηκε στη συνέεια στο επίπεδο 2, αφότου διαράφηκε η c6.

Συνοικά οιπόν η ενίσυση του c είναι απά η ενίσυση στο κορυφαίο επίπεδο, δηαδή s(c) =
sL−1(c). Αφαιρώντας και τις αναέσεις που έουν διαραφεί X = XL−1 και αμάνοντας
υπόψιν και τους συντεεστές αρύτητας, ορίζουμε τη βαθμολογία ομοιότητας (similarity score)
τν εικόνν P,Q ς

s(C) =
∑

c∈C\X

w(c)s(c) (4.12)

Στο σημείο αυτό είμαστε σε έση να ορίσουμε τα κριτήρια διαραφής τν συκρουόμενν
αντιστοιιών , δηαδή αυτών με την ίδια κδική έξη και άρα τον ίδιο συντεεστή αρύτη-
τας. Διαράφουμε σε κάε επίπεδο τη συκρουόμενη αντιστοιία με τη αμηότερη μέρι
το δεδομένο επίπεδο ενίσυση. Στην περίπτση του πιο αμηού επιπέδου (του 0) ή ίσν
ενισύσεν διαράφουμε με τυαίο τρόπο επιοής.

Στο σήμα 4.5 παραέτουμε ένα παράδειμα με παινίδια ια την κατανόηση της με-
όδου υποέτοντας μια διάταξη τν αρακτηριστικών/αναέσεν. Επίσης, στο σήμα 4.6
αποσαφηνίζεται η διαμόρφση της αμοοίας ομοιότητας τν δύο εικόνν P,Q, με άση
τις ενισύσεις μεμονμένν αναέσεν, καώς και ο τρόπος με τον οποίο οι συνεισφορές
όν τν επιπέδν στην ενίσυση κάε αντιστοιίας μπορούν να ορανούν σε έναν n× n
πίνακα ειτνίασης A, ώστε το άροισμα ανά ραμμή του πίνακα A να ισούται με την ενί-
συση της αντίστοιης ανάεσης. Επίσης η αναπαράσταση αυτή καταδεικνύει την κατά ζεύη
προσέιση της μεόδου.

4.3.3 Αόριμος

Στη συνέεια παραέτουμε τον αόριμο υοποίησης της μεόδου 3, όπου υοποιείται
αναδρομικά η διαδικασία του από την κορυφή προς τα κάτ ρίσματος, και στη συνέεια
η ομαδοποίηση από τον πυμένα προς τα πάν τν αντιστοιιών. Γενικά η αποήκευση στα
bins είναι αραιή και ραμμική στο πήος |C|. Επίσης όσον αφορά στη διαδικασία διαραφής,
ια όες τις αναέσεις που περιέονται σε ένα bin, ρίσκουμε το σύνοο τν κοινών οπτικών
έξεν και κρατάμε την κδική έξη με την πιο ισυρή ανάεση (τη μεαύτερη ενίσυση),
διαράφουμε τις υπόοιπες και ανανεώνουμε το X. Δεδομένου ότι πράξεις που εκτεούνται
σε κάε αναδρομική κήση σε ένα bin είναι ραμμικές στο |h(b)| και ότι ανά επίπεδο ℓ είναι
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Σήμα 4.6: (α)Ετικέτες αναέσεν, αρακτηριστικά και αμοοίες ενίσυσης αναφορικά με
το σήμα 4.5. Εδώ κορυφές και ακμές υποδεικνύουν τα αρακτηριστικά (στις εικόνες P,Q)
και τις αναέσεις αντίστοια. Οι αναέσεις c5, c6 είναι συκρουόμενες, όντας της μορφής
(p, q), (p, q′). Ομοίς ια τις c7, c8. Οι αναέσεις c1, . . . , c5 μετέουν σε ομάδες στο επίπεδο
0; c8, c9 στο επίπεδο 2; και οι c6, c7 διαράφονται. () Πίνακας ειτνίασης ισοδύναμος με
τις ενισύσεις του σήματος 4.5. Οι αναέσεις έουν αναδιαταεί έτσι ώστε, οι ομάδες να
εμφανίζονται σε συνεόμενα κουτιά (blocks). Στις ομάδες που σηματίστηκαν στα επίπεδα
0, 1, 2 αποδίδεται ειτνίαση 1, 12 ,

1
4 αντίστοια. Οι αμοοίες ομοιότητας του σήματος (α)

μπορούν να εξαούν αροίζοντας τις ειτνιάσεις ανά ραμμή και ποαπασιάζοντας με
συντεεστές αρύτητας ανάεσης.

ραμμικές στο n = |C|, ο αόριμος έει πουποκότητα O(nL).

4.3.4 Παρατηρήσεις

Συνοψίζουμε οιπόν τα παρακάτ συμπεράσματα σετικά με τη μέοδο HPM.

• Εφαρμόζει ένα επί ένα αντιστοίιση επιτρέποντας παράηα ομαδοποίηση τν αντι-
στοιίσεν με άση τη ειτνίαση τους, ενώ παράηα διατηρεί την ανεξαρτησία από
μετασηματισμούς ομοιότητας. Έτσι δεν απαιτεί εκμάηση και την επιοή κάποιας
έτιστης υπόεσης.

• Με άση τη οική ταιριάσματος πυραμίδας, προσείσει τη ειτνίαση με το μέεος
τν bin, έτσι δεν απαιτείται η απαρίμηση ζευών αντιστοιιών.

Τα παραπάν αρακτηριστικά καταδεικνύουν τον HPM ς μια μέοδο που εκμεταεύεται
τη ρική πηροφορία με έτιστο και αποδοτικό τρόπο, δίνοντας παράηα τη δυνατότητα
ενσμάτσης ρήορν και εύκοα υοποιήσιμν αορίμν ια την ανακατάταξη εικόνν
σε μηανές αναζήτησης.
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Algorithm 3 Hough Pyramid Matching
1: procedure HPM(assignments C, levels L)
2: X ← ∅; B ← PARTITION(L)
3: for all c ∈ C do s(c)← 0
4: HPM-REC(C,L− 1)
5: return score ∑c∈C\X w(c)s(c)
6: end procedure
7:
8: procedure HPM-REC(assignments C, level ℓ)
9: if |C| < 2 ∨ ℓ < 0 return
10: for all b ∈ Bℓ do h(b)← ∅
11: for all c ∈ C do h(βℓ(c))← h(βℓ(c)) ∪ c
12: for all b ∈ Bℓ do HPM-REC(h(b),ℓ− 1)
13: for all b ∈ Bℓ
14: X ← X∪ ERASE (h(b))
15: h(b)← h(b) ∪ \X
16: if h(b) < 2 continue
17: if ℓ = L− 1 then α← 2 else α← 1
18: for all c ∈ h(b) do s(c)← s(c) + α2−ℓ|h(b)|
19: end for
20: end procedure

Σήμα 4.7:Πάν: HPM ταίριασμα δύο εικόνν από το Oxford σύνοο δεδομένν. Απεικονί-
ζονται όες οι πιανές αντιστοιίσεις. Οι αάζιες διαράφονται. Οι υπόοιπες ρματίζονται
με άση την ενίσυσή τους με το κόκκινο να περιράφεις τις ισυρότερες και το κίτρινο τις
πιο ασενείς. Κάτ: Inliers που έουν ρεεί με ένα μετασηματισμό 4 − dof FSM και
αφινικό μοντέο LO-RANSAC.



Κεφάαιο 5

ΜΔΥ με πυρήνα πυραμίδας
Hough

5.1 Εισαή

Το πρόημα που καούμαστε να ύσουμε είναι η αποδοτική κατηοριοποίηση εικόνν
σε μεάες άσεις δεδομένν, στο παίσιο ρήορν μηανών αναζήτησης. Τα SVM που
αναύσαμε προηουμένς παρέουν αποδοτικούς αορίμους εκμάησης με πυρήνες ακόμη
και μη διαρίσιμν δεδομένν, σε ώρους ποών διαστάσεν, ενώ παράηα ο αό-
ριμος ααρού και ευέικτου ρικού ταιριάσματος HPM συντεεί στην αποτεεσματική
και αποδοτική ενσμάτση τν ρικών αρακτηριστικών τν εικόνν κατά τη διαδικασία
ανάκτησής τους σε μια μηανή αναζήτησης. Γεννάται οιπόν το ερώτημα αν α μπορούσαμε
να εκμεταευτούμε την ισυρή διακριτική ικανότητα τν SVM σε ώρους ποών διαστά-
σεν, εισάοντας σε αυτά τον αόριμο HPM ς πυρήνα, ο οποίος ενισύει ενικά την
αποτεεσματικότητα εκμάησης τν όμοιν εικόνν ό της ρικής συσέτισης που πα-
ρέει, παραμένοντας ανεξάρτητος του ρικού μετασηματισμού. Αυτός είναι και ο ασικός
άξονας αυτού του κεφααίου, που παράηα συνοψίζει τη μέοδο που εισάουμε ια την
κατηοριοποίηση εικόνν.

5.2 Πυρήνας πυραμίδας Hough

Για την υοποίηση της παραπάν ιδέας καταρήν καούμαστε να αποδείξουμε ότι ο αό-
ριμος HPM είναι πυρήνας. Θα προσπαήσουμε οιπόν να εκφράσουμε τη συνοική ενίσυση
που υποοίσαμε ια το σύνοο τν αντιστοιιών δύο εικόνν με τον αόριμο HPM, ς
μιας μορφής εστερικό ινόμενο αρακτηριστικών τν δύο εικόνν.

Ορίζουμε ς χαρακτηριστικά n-οστής τάξης (nth order features) [21] τα αρακτηριστικά
που έουν n κοινές οπτικές έξεις. Αν U το οπτικό εξικό, ορίζουμε το αρακτηριστικό
n-οστής τάξης fn, ς μια n-άδα οπτικών έξεν από το U με συκεκριμένη ρική διάταξη.
Έστ Fn το σύνοο όν τν δυνατών συνδυασμών από n οπτικές έξεις και όες τις
δυνατές διατάξεις, με |Fn| το πήος του. Ουσιαστικά Fn = {U × F}, όπου F ο ώρος τν
δυνατών διατάξεν τν τοπικών αρακτηριστικών της εικόνας.
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Σήμα 5.1: Διάταξη ομάδας αντιστοιιών.

Προκειμένου να ορίσουμε μια διάταξη αναφορικά με μια ομάδα αντιστοιιών σε μια ει-
κόνα, επιέουμε ένα από τα τοπικά αρακτηριστικά της ομάδας ς σημείο αναφοράς, ια
παράδειμα το τοπικό αρακτηριστικό με το μικρότερο αύξοντα αριμό οπτικής έξης, και
στη συνέεια υποοίζουμε τη έση τν υποοίπν της ιδίας ομάδας με άση ένα παίσιο
σχετικής κβάντισης (σήμα 5.1). Ο όρος σχετική κβάντιση (relative quantization) εισάεται
στην προκείμενη ανάυση σε επίπεδο αντιστοιιών και αφορά ζεύη τοπικών αρακτηριστι-
κών, ενώ διαφοροποιείται από την απόλυτη κβάντιση (absolute quantisation), η οποία εκφράζει
το απόυτο του ορισμού της έσης σε επίπεδο τοπικών αρακτηριστικών.
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Figure 2: An example for spatial layout of the features. Different

colors represent different words.  

Image1 Image2 

Σήμα 5.2: Παράδειμα διάταξης στο ώρο τν τοπικών αρακτηριστικών της εικόνας. Τα
ρώματα δηώνουν διαφορετικές οπτικές έξεις [21].

Αν καντίσουμε το ώρο της εικόνας με άση μια σταερή απόσταση d, τότε το σήμα
κάντισης διατηρείται αναοίτο ς προς τη μετατόπιση στο ώρο τν αντιστοιιών. Στο
ώρο Hough όμς που αναφερόμαστε εμείς, α πρέπει με κάποιο τρόπο να άουμε υπόψιν
τόσο την κίμακα, όσο και την περιστροφή όσον αφορά στο αναοίτο τν διαφόρν περι-
ραφών, καώς περιαμάνει 4 αμούς εευερίας. Μια ύση αποτεεί να απεικονίσουμε το
ώρο Hough σε κάποιον άο 2 διαστάσεν και στη συνέεια να ερήσουμε νέες αντιστοι-
ίες, οπότε α εξασφαίζεται το αναοίτο. Άη προσέιση α ήταν να άουμε υπόψιν,
στον ορισμό τν δυνατών διατάξεν, πέραν της έσης την κίμακα και την περιστροφή, και
κατά αυτό τον τρόπο α ερούσαμε ώρους αντιστοιιών ποών διαστάσεν. Το αποτέε-
σμα αυτό είναι ιδιαίτερα σημαντικό καώς ια πρώτη φορά παρέεται ένα παίσιο διατήρησης
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του αναοίτου τν αντιστοιιών στο ώρο Hough.

Με άση την ανάυση του αορίμου HPM που προηήηκε 4.3.1, έστ C ο ώρος
τν αντιστοιιών τν εικόνν με σύνοο τοπικών αρακτηριστικών P , Q, u(c) η οπτική
έξη της αντιστοιίας c ∈ C και w(c) = idf(u(c)) o συντεεστής αρύτητας μέτρησης της
σετικής σημασίας της u(c). Επιπέον, ορίζουμε h(c) ⊂ C την ομάδα στην οποία ανήκει η
αντιστοιία c ∈ C με

H = {h(c)|c ∈ C}, (5.1)
όες τις ομάδες στο ώρο C. Για κάε ομάδα h ∈ H, ορίζουμε το πλήθος ομάδας (group
count) ς

η(h) = max{0, |h| − 1}, h ⊂ C (5.2)
Έστ Fc ο ώρος όν τν δυνατών διατάξεν στο ώρο C, όπς αυτός προκύπτει με
κάποια μέοδο σετικής κάντισης, δεδομένου ότι περιαμάνει διατάξεις που ορίζονται επί
αντιστοιιών τοπικών αρακτηριστικών. Ορίζουμε f(h) το σύνοο τν διατάξεν της ομάδας
h ∈ H και H(f) το σύνοο όν τν ομάδν που έουν ανατεεί στο σύνοο διατάξεν
f ∈ Fc.

Για όους απούστευσης ερούμε αρικά ότι η πυραμίδα Hough έει ένα μόνο επί-
πεδο, δηαδή ℓ = 0, όπου ℓ ο δείκτης του επιπέδου, ότι δε διαράφουμε τις συκρουόμενες
αντιστοιίες και ότι αναφερόμαστε σε ένα μόνο σύνοο διατάξεν. Στην περίπτση αυτή η
σέση 4.11 ανάεται στην s(c) = g(c) και σε αντιστοιία με τη σέση 4.12 έουμε

s(C) =
∑
c∈C

w(c)s(c)

=
∑
h∈H

η(h)
∑
c∈h

w(c)
(5.3)

Αν ερήσουμε όα τα δυνατά μεέη ομάδν n, το οποίο εκφράζει και τον αριμό τν κοινών
οπτικών έξεν τν τοπικών αρακτηριστικών πέον που μετέουν σε μια ομάδα, η ενίσυση
του συνόου τν αντιστοιιών και αμοοία ομοιότητας τν δύο εικόνν διαμορφώνεται
ς

s(C) =
∞∑
n=1

(n− 1)
∑
h∈H
|h|=n

∑
c∈h

w(c) (5.4)

Παρατηρούμε δηαδή, ότι η αμοοία ομοιότητας τν δύο εικόνν ανάεται, με άση μια
πιο ενική οική αντιστοίισης τν τοπικών αρακτηριστικών τους, σε ένα άροισμα εξαρ-
τώμενο πέον από ομάδες αντιστοιιών.

Αν συμπεριάουμε και όα τα δυνατά σύνοα διατάξεν ια κάε ομάδα, η σέση 5.4
ίνεται

s(C) =
∞∑
n=1

(n− 1)
∑
f∈Fc

|f |=n

∑
h∈H
|h|=n

∑
c∈h

w(c)

=
∑
f∈Fc

(|f | − 1)

 ∑
h∈H

f(h)=f

∑
c∈h

w(c)


=
∑
f∈Fc

(|f | − 1)w(f)|H(f)|,

(5.5)
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όπου w(f) =
∑

c∈hw(c). Καταήουμε πέον σε μια έκφραση, η οποία εξαρτάται μόνο από
το σύνοο διατάξεν f , δεδομένου ότι σε κάε ομάδα αντιστοιεί ένα σύνοο διατάξεν, με
πήος ίσο με n.

Έστ Hf
x ,H

f
y τα ιστοράμματα ς προς f όν τν ομάδν που σηματίζονται στο

επίπεδο αντιστοιιών C τν τοπικών αρακτηριστικών δύο εικόνν x, y. Τότε α ισύει:

|H(f)| = (Hf
x )

′Hf
y (5.6)

Στο σημείο αυτό, προκειμένου να οοκηρώσουμε την απόδειξη του πυρήνα HPM, καού-
μαστε να δείξουμε ότι το |H(f)| ισούται με κάποιο εστερικό ινόμενο τν αρικών τοπικών
αρακτηριστικών τν δύο εικόνν. Στην κατεύυνση αυτή, επιστρέφουμε στα αρακτηρι-
στικά n-οστής τάξης, που είαμε ορίσει στην αρή της ενότητας και ερούμε ένα n-οστής
τάξης διάνυσμα μετασηματισμού ϕn(x) της εικόνας x, με συντεταμένες ϕn

f (x) τέτοια ώστε
αν fn ∈ Fn και Fx το σύνοο τν διαφορετικών αρακτηριστικών fn που εντοπίζονται στο
ώρο P της εικόνας,

ϕn
f (x) = hfn(x), (5.7)

όπου hfn(x) η συνότητα εμφάνισης του στοιείου fn ∈ Fx. Επομένς ουσιαστικά μετράμε
πόσες φορές εμφανίζεται ένα δεδομένο αρακτηριστικό fn στο σύνοο τν οπτικών έξεν
και τν διατάξεν που περιράφουν την εικόνα x. Κατασκευάζουμε κατά αυτό τον τρόπο τον
πυρήνα

Kn(x, y) = ⟨ϕn(x), ϕn(y)⟩

=
∑

fn∈Fn

⟨ϕn
f (x), ϕ

n
f (y)⟩

=
∑

fn∈Fn

hfn(x)× hfn(y)

(5.8)

Θερούμε ότι το σήμα σετικής και απόυτης κάντισης στο ώρο F και Fc δε διαφο-
ροποιείται σημαντικά και έουμε κατά νού ότι στα ποά επίπεδα, οι αποκίσεις κάντισης
αντισταμίζονται. Τότε οι δύο τεευταίες σέσεις εκφράζουν ακριώς την ίδια ποσότητα, τον
αριμό δηαδή όν τν ομάδν τοπικών αρακτηριστικών τν δύο εικόνν ια ένα δεδομένο
σύνοο διατάξεν f , ο οποίος ισούται με τον αριμό όν τν αρακτηριστικών fn ∈ Fn

που εμφανίζονται στις δύο εικόνες. Επομένς η σέση 5.5 ράφεται ς

s(C) =
∑
f∈F

(|f | − 1)w(f)⟨ϕn
f (x), ϕ

n
f (y)⟩

=
∑
f∈F

(|f | − 1)w(f)K|f |(x, y)
(5.9)

όπου w(f) =
∑

c∈hw(c) και K|f |(x, y) είναι ισοδύναμο με τον πυρήνα Kn(x, y) δεδομένου
ότι |f | = n και ότι το σύνοο τν δυνατών διατάξεν ομάδν τοπικών αρακτηριστικών και
το σύνοο δυνατών διατάξεν τν αρακτηριστικών n-οστής τάξης ταυτίζεται.

Η παραπάν ανάυση ενικεύεται εύκοα και ια περισσότερα επίπεδα, δεδομένου ότι τα
επίπεδα συμμετέουν στη συνοική αμοοία ομοιότητας, με το άροισμα τν ενισύσεν
τους απά με τη διαφοροποίηση κάποιου συντεεστή αρύτητας εξαρτώμενο από το επίπεδο
(Παράρτημα Αʹ).
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Συνοικά οιπόν και με άση τις ιδιότητες τν πυρήνν 3.3.2, εκφράσαμε τη αμοοία
ομοιότητας του αορίμου HPM ς εστερικό ινόμενο αρακτηριστικών τν δύο εικόνν
και επομένς αποτεεί πυρήνας και μάιστα πυρήνας Hough. Στο σημείο αυτό μπορούμε να
ενσματώσουμε τον πυρήνα HPM σε SVM.

5.3 Κατηοριοποίηση εικόνν με ΜΔΥ και πυρήνα πυ-
ραμίδας Hough

Με άση την απόδειξη της προηούμενης ενότητας, εισάουμε τον αόριμο HPM ς
πυρήνα σε ν-SVM προκειμένου να εκπαιδεύσουμε μεμονμένους ταξινομητές ια κάε κατη-
ορία. Στη συνέεια συνδυάζουμε τις εξόδους τους με άση μια οική ταξινόμησης ποών
κάσεν, μια κλάση έναντι των υπολοίπων , όπς περιράψαμε στην ενότητα 3.7.

Η μέοδος κατηοριοποίησης εικόνν με πυρήνα Hough πυραμίδας υοποιείται στα εξής
στάδια:

• Χρίζουμε τα δεδομένα σε σύνολα εκπαίδευσης (train sets) και σε σύνολα ελέγχου (test
sets). Τα σύνοα εέου τν μεμονμένν ταξινομητών περιαμάνουν ίσο αριμό
θετικών (positives) και αρνητικών (negatives) δειγμάτων ια όους συμμετρίας και
όπς προέκυψε από πειράματα ετιστοποίησης του αριμού τν αρνητικών στα σύνοα
εέου. Επίσης όσον αφορά στο σύνοο εέου ια το στάδιο τν ποών κάσεν,
παίρνουμε ίσο αριμό δειμάτν από κάε κάση πάι ια όους συμμετρίας.

• Υποοίζουμε τις τιμές του πυρήνα HPM τν δεδομένν εέου και εκπαίδευσης,
με άση το ανεστραμμένο αρείο ια όους ευκοίας και ταύτητας. Δηαδή φορ-
τώνουμε κάε φορά στη άση τις εικόνες με τις οποίες έουμε να υποοίσουμε την
ομοιότητα, τις εικόνες εκπαίδευσης, και ερούμε ς εικόνες αναζήτησης τις εικόνες
ια τις οποίες έουμε να υποοίσουμε τις τιμές του HPM κάε φορά, είτε εκπαί-
δευσης είτε εέου επί τν εικόνν άσης. Ο αόριμος HPM σε συνδυασμό με το
ανεστραμμένο αρείο μας επιστρέφει τις πιο υψηά σε κατάταξη εικόνες άσης και τις
αντίστοιες τιμές ομοιότητας σε κάε περίπτση. Οι πιο υψηά σε κατάταξη εικόνες
προκύπτουν εφαρμόζοντας BOW φιτράρισμα, δηαδή επιστρέφονται οι αμοοίες
ομοιότητας τν εικόνν άσης με τις πιο ποές κοινές οπτικές έξεις με την εικόνα
αναζήτησης. Στην περίπτση μας, ανακτούμε όες τις εικόνες άσης δεδομένου του
περιορισμένου μεέους τν εικόνν άσης.

• Προτού εισάουμε τους υποοισμένους πυρήνες HPM εκπαίδευσης στα μεμονμένα
nu-SVM, εφαρμόζουμε κάποια επεξερασία, ώστε να εξασφαίζεται 1) η συμμετρία
τους, 2) η αντιμετώπιση του προβλήματος της επικράτησης των στοιχείων της διαγωνίου
(diagonal dominance) και 3) η κανονικοποίηση τν τιμών τους. Πιο συκεκριμένα, 1)
το πρόημα της επικράτησης τν στοιείν της διανίου συνίσταται στην εμφάνιση
υψηών τιμών στη διαώνιο συκριτικά με το μέσο όρο του πυρήνα, στην περίπτση
υποοισμού της ομοιότητας τν δεδομένν εκπαίδευσης με τον εαυτό τους και αντι-
μετπίζεται με διάφορες μεόδους [10]. Εμείς ρησιμοποιούμε ς έτιστη τη μέθοδο
μετακίνησης της διαγωνίου (diagonal shift), η οποία περιαμάνει την αφαίρεση μιας
σταεράς από τα στοιεία της διανίου, και συκεκριμένα της μέσης τιμής τν στοι-
είν της διανίου. 2) Σετικά με το πρόημα της συμμετρίας που εμφανίζεται τόσο
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στον πυρήνα HPM τν δεδομένν εκπαίδευσης, όσο και εέου, υποοίζουμε τον
αντίστροφο πυρήνα HPM τν εικόνν άσης ς προς τις εικόνες αναζήτησης και κάε
στοιείο του διορμένου πίνακα προκύπτει ς το άροισμα τν αντίστοιν στοιείν
και προς τις δύο κατευύνσεις. 3) Για κάε μεμονμένο ταξινομητή ετιστοποιούμε
μια παράμετρο κανονικοποίησης p ς προς την ακρίεια εκπαίδευσης, η οποία αντι-
στοιεί σε μια συνάρτηση κανονικοποίησης τν τιμών του πυρήνα HPM της μορφής
f(x) = 1− exp(−px).

• Eκπαιδεύουμε τους μεμονμένους ν-SVM ταξινομητές έοντας ετιστοποιήσει προη-
ουμένς ς προς την ακρίεια εκπαίδευσης την τιμή της παραμέτρου ν.

• Εφαρμόζουμε ταξινόμηση ποών κάσεν 3.46, με τον εξής κανόνα απόφασης: επι-
έουμε κάε φορά τη μέιστη τν εξόδν τν μεμονμένν ταξινομητών, ς την
έξοδο της κατηορίας στην οποία ανήκει το εκάστοτε δείμα εέου. Ο αύξν αρι-
μός της κατηορίας αποτεεί και την πρόβλεψη (ετικέτα πρόβλεψης), σετικά με το
δείμα εέου.

Να σημειώσουμε ότι κάε διαδικασία ετιστοποίησης περιαμάνει την εξαή έτιστης
τιμής παραμέτρου με άση τη μέση τιμή της ακρίειας σε έναν αριμό διαφορετικών ρισμά-
τν τν δεδομένν σε σύνοα εκπαίδευσης και εέου.



Κεφάαιο 6

Πειραματική Αξιοόηση

6.1 Εισαή

Το τεευταίο αά και πού σημαντικό στάδιο της αποτίμησης κάε ερευνητικής διαδι-
κασίας είναι ουσιαστικά ο έεος του πόσο καά με άση κάποια κριτήρια, μια νέα μέοδος
ανταποκρίνεται στην επίυση του προήματος που επιδιώκει να επιύσει. Εισάοντας οιπόν
και μεετώντας κάποιους δείκτες αξιοόησης είμαστε σε έση να εξάουμε συμπεράσματα
σετικά με την αποτεεσματικότητα της υποκείμενης μεόδου, μέσ τν πεονεκτημάτν και
μειονεκτημάτν που παρουσιάζει και σε σύκριση με ήδη υπάρουσες μεόδους. Η αποτίμηση
δε αυτή μπορεί να αποεί ιδιαίτερα οηητική στη διαμόρφση μια μεοντικής ερευνητικής
κατεύυνσης.

6.2 Σύνοο Δεδομένν

Για τη διεξαή τν πειραμάτν κατηοριοποίησης, κατασκευάσαμε ένα δικό μας σύ-
νοο δεδομένν με άση το σύνοο δεδομένν World cities 1 [20], το οποίο περιαμάνει
εικόνες από το Flickr2 και αποτεείται από 927 εικόνες από το κέντρο της Βαρκεώνης, οι
οποίες έουν επισημανεί ς προς το περιεόμενό τους και 2 εκατομμύρια εικόνες από 38 πό-
εις ς σύνολο προς απόσπαση (distractors set). Με άση τη μέοδο ανάκτησης εικόνν που
εισάουν οι Αρίης, Κααντίδης και Τόιας στο [1], συέξαμε εικόνες οι οποίες κατηοριο-
ποιήηκαν σε αξιοέατα συνδυάζοντας τενικές οπτικής και εραφικής συσταδοποίησης,
τα αποτεέσματα τν οποίν στη συνέεια επαηεύτηκαν και με άση την ιστοσείδα 3.
Στην πειραματική διαδικασία ρησιμοποιούμε εικόνες αξιοέατν από τις πόεις: Αήνα (6
αξιοέατα), Λονδίνο (16 αξιοέατα), Νέα Υόρκη (34 αξιοέατα) και Παρίσι (12 αξιοέατα). Ως
κατηορίες ερούμε τα αξιοέατα από τις τέσσερις πόεις, 68 στο σύνοο. Επιπέον, επι-
έουμε τυαία το μέιστο 200 εικόνες από κάε κατηορία. Πιο κάτ παραέτουμε κάποια
αρακτηριστικά του συνόου δεδομένν και ενδεικτικά κάποια τυαία δείματα εικόνν ανά
πόη και ανά αξιοέατο. Παράηα ια να δείξουμε τη δυσκοία του συνόου δεδομένν,
παραέτουμε και κάποια δείματα εικόνν από δύο συκεκριμένα αξιοέατα, το MoMA στη

1http://image.ntua.gr/iva/datasets/world_cities
2http://www.flickr.com
3http://wikipedia.org
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Νέα Υόρκη και το Big Ben στο Λονδίνο.

Athens London New York Paris Total
4004 14791 22014 12056 52865

Πίνακας 6.1: Κατανομή εικόνν και μέεος συνόου δεδομένν.

Κατά τη διαδικασία εκπαίδευσης τν ταξινομητών τν αξιοέατν, το σύνολο εκπαίδευσης
(training set) κάε ταξινομητή αποτεείται από 100 θετικές εικόνες (positives), που προέρο-
νται δηαδή από τη συκεκριμένη κατηορία που έουμε να εκπαιδεύσουμε και άες 100
αρνητικές εικόνες (negatives),οι οποίες είναι τυαία επιεμένες από τις εικόνες τν υποοί-
πν κατηοριών. Αντίστοια δομείται και το σύνολο ελέγχου (testing set) κάε ταξινομητή.
Όσον αφορά στο σύνοο εέου της ταξινόμησης όν τν κάσεν, κατασκευάζουμε ένα
σύνοο εέου με 10 εικόνες από κάε αξιοέατο σε κάε περίπτση. Να σημειώσουμε ότι
σε κάε περίπτση όα τα σύνοα δειμάτν επιέονται τυαία και οι δείκτες αξιοόη-
σης εξάονται σε μέσους όρους επί διαφορετικών ρισμάτν σε σύνοα εκπαίδευσης και
εέου.

IDs Landmarks Random images

57 Arc de Triomphe
58 Centre Georges Pompidou
59 Eiffel Tower
60 Louvre

61 Louvre Pyramid
62 Montmartre
63 Notre Dame de Paris
64 Palais Garnier

65 Parc des Princes
66 Place du Tertre
67 Pont Notre Dame
68 Sainte Chapelle

Σήμα 6.1: Τυαία επιεμένα μνημεία από το Παρίσι.
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IDs Landmarks Random images

1 Acropolis Athens
2 Ancient Agora of Athens
3 Erechtheum

4 Odeon of Herodes Atticus
5 Parthenon
6 Temple of Hephaestus

Σήμα 6.2: Τυαία επιεμένα μνημεία από την Αήνα.

IDs Landmarks Random images

7 Big Ben
8 British Museum
9 Buckingham Palace
10 London Eye

11 National Gallery
12 Palace of Westminster
13 Piccadilly
14 Piccadilly Circus

15 Shoreditch
16 Tate Modern
17 Tower Bridge
18 Tower of London

19 Trafalgar Square
20 Westminster
21 Westminster Abbey
22 Westminster Bridge

Σήμα 6.3: Τυαία επιεμένα μνημεία από το Λονδίνο.

Χρησιμοποιούμε SURF αρακτηριστικά και περιραφείς τα οποία έουν εξαεί από κάε
εικόνα, έτοντας κατώφλι ενίσχυσης (strength threshold) ίσο με 2.0 στον ανινευτή. Για τη
διαδικασία δεικτοδότησης, διαέτουμε ένα ενικό οπτικό εξικό μεέους 100K, το οποίο
έει κατασκευαστεί από ένα σύνοο 2M εικόνν με άση τον αόριμο συσταδοποίησης
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προσεγγιστικό k-means (AKM) [20].

IDs Landmarks Random images

23 6 Times Square
24 American Museum of Natural History
25 Brooklyn
26 Brooklyn Bridge

27 Brooklyn Bridge Park
28 Central Park
29 Central Park Zoo
30 Chrysler Building

31 Citi Field
32 Coney Island
33 DUMBO Industrial District
34 Empire State Building

35 Flatiron Building
36 GE Building
37 Grand Central Terminal
38 Helmsley Building

39 Liberty Island
40 Manhattan
41 Manhattan Bridge
42 Metropolitan Museum of Art

Σήμα 6.4: Τυαία επιεμένα μνημεία από τη Νέα Υόρκη.



6.2. ΣΥΝΟΛΟ ΔΕΔΟΜΕΝΩΝ 75

IDs Landmarks Random images

43 Museum of Modern Art
44 New York City
45 New Yorker Hotel
46 Radio City Music Hall

47 Rockefeller Center
48 Rockefeller Center Christmas Tree
49 Solomon R. Guggenheim Museum
50 South Street Seaport

51 Statue of Liberty
52 Stork Club
53 The Art of This Century gallery
54 Times Square

55 Wall Street
56 Yankee Stadium

Σήμα 6.5: Τυαία επιεμένα μνημεία από τη Νέα Υόρκη.

Στους πίνακες 6.2 και 6.3 παραέτουμε τις κατηορίες αξιοέατν με τις αντίστοιες
πόεις από τις οποίες προέρονται και τα ονόματά τους, καώς και την τιμή της παραμέτρου
κανονικοποίησης του πυρήνα HPM p, όπς έει ετιστοποιηεί ια κάε κατηορία. Τα
έτιστα p έουν εξαεί με άσει το μέσο όρο της ακρίειας ταξινόμησης ποών κάσεν
επί 5 διαφορετικών ρισμάτν τν δεδομένν σε σύνοα εκπαίδευσης και εέου, ια όες
τις κατηορίες.
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Σήμα 6.6: Τυαία επιεμένα μνημεία από το Museum of Modern Art (Μουσείο Μοντέρνας
Τένης) στη Νέα Υόρκη.
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Σήμα 6.7: Τυαία επιεμένα μνημεία από το Big Ben στο Λονδίνο.
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ID City Landmark Images number p
1 Athens Acropolis Athens 1662 1.4
2 Athens Ancient Agora of Athens 246 0.7
3 Athens Erechtheum 344 0.6
4 Athens Odeon of Herodes Atticus 233 0.4
5 Athens Parthenon 1312 0.9
6 Athens Temple of Hephaestus 207 1.5
7 London Big Ben 2321 0.6
8 London British Museum 958 0.9
9 London Buckingham Palace 974 0.9
10 London London Eye 1719 1.2
11 London National Gallery 375 1.2
12 London Palace of Westminster 470 0.8
13 London Piccadilly 597 1.3
14 London Piccadilly Circus 575 0.7
15 London Shoreditch 217 0.6
16 London Tate Modern 678 0.6
17 London Tower Bridge 1349 0.9
18 London Tower of London 849 1.2
19 London Trafalgar Square 1059 1.2
20 London Westminster 1552 1.5
21 London Westminster Abbey 882 1.4
22 London Westminster Bridge 216 1.3
23 New York 6 Times Square 1497 1.1
24 New York American Museum of Natural History 205 1.3
25 New York Brooklyn 1427 1.4
26 New York Brooklyn Bridge 1315 1.1
27 New York Brooklyn Bridge Park 485 1.4
28 New York Central Park 589 1.4
29 New York Central Park Zoo 295 1.4
30 New York Chrysler Building 247 1.5
31 New York Citi Field 220 0.6
32 New York Coney Island 247 1.4
33 New York DUMBO Industrial District 252 1.1
34 New York Empire State Building 1849 0.6

Πίνακας 6.2: Σύνοο δεδομένν και έτιστοι παράμετροι κανονικοποίησης ια κάε μνημείο
(1).
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6.3 Δείκτες αξιοόησης

Για την αξιοόηση τν μεόδν ρησιμοποιούμε δύο δείκτες επίδοσης, το μέσο όρο
της ακρίβειας ταξινόμησης (average classification accuracy), όπς αυτός διαμορφώνεται επί
ενός αριμού διαφορετικών ρισμάτν τν εικόνν σε σύνοα εκπαίδευσης και εέου και
τον πίνακα “σύγχυσης” (confusion matrix). Ο δείκτης ακρίβειας ταξινόμησης (classification
accuracy) ορίζεται ς

ακρίεια ταξινόμησης = σστά ταξινομημένες εικόνες εέου
σύνοο εικόνν εέου (6.1)

Ακοούς, ο πίνακας “σύυσης” [8] ορίζεται ς

Mij =
|{Ik ∈ Cj : h(Ik) = i|}

|Cj |
, (6.2)

όπου i, j ∈ {1, . . . , Nc}, Cj το σύνοο εέου της κατηορίας j και h(Ik) είναι η κατηορία,
η οποία έαε τη μέιστη τιμή απόφασης ταξινομητή 3.46 ια την εικόνα Ik. Συνής οι
τιμές του confusion matrix εκφράζονται σε ποσοστά επί τις εκατό (%).

6.4 Πειραματικά αποτεέσματα
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Σήμα 6.8: Καμπύες ακρίειας συναρτήσει του αριμού τν αρνητικών εικόνν εκπαίδευσης
ια 4 αξιοέατα και ο μέσος όρος όν τν αξιοέατν του dataset.

Στα ραφήματα που ακοουούν παραέτουμε τα αποτεέσματα τν διαφόρν πειραμάτν
που διεξήησαν. Να σημειώσουμε ότι η αξιοόηση συντεείται σε πρώτη φάση αναφορικά
με την ίδια τη μέοδο και την αποτεεσματικότητα της, και τον τρόπο με τον οποίο επιδρούν
σε αυτή οι διάφοροι παράμετροι (ράφημα 6.8), ενώ σε δεύτερο στάδιο ίνονται συκρίσεις
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ID City Landmark Images number p
35 New York Flatiron Building 205 0.5
36 New York GE Building 475 1.2
37 New York Grand Central Terminal 716 0.4
38 New York Helmsley Building 205 0.8
39 New York Liberty Island 210 0.5
40 New York Manhattan 1331 1.5
41 New York Manhattan Bridge 435 1.4
42 New York Metropolitan Museum of Art 500 0.4
43 New York Museum of Modern Art 447 1.5
44 New York New York City 831 1.4
45 New York New Yorker Hotel 307 1.5
46 New York Radio City Music Hall 310 0.5
47 New York Rockefeller Center 2071 1.1
48 New York Rockefeller Center Christmas Tree 490 0.8
49 New York Solomon R. Guggenheim Museum 251 1.4
50 New York South Street Seaport 209 0.8
51 New York Statue of Liberty 765 1.0
52 New York Stork Club 291 0.4
53 New York The Art of This Century gallery 355 1.2
54 New York Times Square 2122 1.4
55 New York Wall Street 437 0.4
56 New York Yankee Stadium 420 1.5
57 Paris Arc de Triomphe 1188 0.4
58 Paris Centre Georges Pompidou 267 1.5
59 Paris Eiffel Tower 2829 0.6
60 Paris Louvre 1642 1.3
61 Paris Louvre Pyramid 346 1.1
62 Paris Montmartre 1037 0.8
63 Paris Notre Dame de Paris 2712 0.5
64 Paris Palais Garnier 213 1.2
65 Paris Parc des Princes 476 0.3
66 Paris Place du Tertre 221 0.9
67 Paris Pont Notre Dame 720 0.8
68 Paris Sainte Chapelle 405 1.2

Πίνακας 6.3: Σύνοο δεδομένν και έτιστοι παράμετροι κανονικοποίησης p ια κάε μνη-
μείο (2).
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με άση τη ραμμική προσέιση πυρήνα της τενικής BoW, η οποία αποτεεί το baseline
(ραφήματα 6.9, 6.10, 6.11.

Με άση οιπόν το ράφημα 6.8, παρατηρούμε ότι ενικά εκπαιδεύουμε καύτερα ισοκα-
τανεμημένα σύνοα εκπαίδευσης, όσον αφορά στην αναοία ετικών και αρνητικών δειμά-
τν εικόνν. Δηαδή, η ακρίεια ταξινόμησης επηρεάζεται σημαντικά από τη συμμετρία του
συνόου εκπαίδευσης. Πιο συκεκριμένα, ια τα συκεκριμένα πειράματα παρατηρούμε ότι
ο μέσος όρος της ακρίειας όν τν μεμονμένν ταξινομητών μειστοποιείται ια αριμό
αρνητικών εικόνν ίσο με 100, ακριώς δηαδή ίσος με τον αριμό τν ετικών.
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Σήμα 6.9: Καμπύες ακρίειας συναρτήσει του αριμού τν εικόνν εκπαίδευσης του πυρήνα
BoW και HPM ια το σύνοο τν 68 αξιοέατν.

Το ράφημα 6.9 καταδεικνύει την υπεροή του πυρήνα HPM έναντι του BoW ακόμη
και ια πού ία δείματα εκπαίδευσης, όπου μάιστα το προάδισμα είναι 5%, ενώ στο
τεικό πείραμα παραμένει σημαντικό και ίσο με 17.4706%. Να σημειώσουμε ότι το ράφημα
αναφέρεται στο σύνοο τν 68 αξιοέατν. Και σε απόυτα μεέη ια συνοικό αριμό
δειμάτν εκπαίδευσης 200,

Method classification accuracy (%)
BoW 34.3824
HPM 50.7646

Πίνακας 6.4: Ακρίεια ταξινόμησης ια συνοικό αριμό δειμάτν εκπαίδευσης 200 και από
τα 68 αξιοέατα.
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Categories 4 2 15 7 26 41 60 65
4 90 0 0 0 0 0 10 0
2 0 80 0 0 10 0 10 0
15 0 0 10 70 0 10 0 10
7 0 0 0 70 0 20 0 0
26 0 0 10 10 50 30 0 0
41 0 0 0 0 30 70 0 0
60 0 20 20 0 0 0 50 10
65 0 0 0 0 0 0 0 100

Categories 4 2 15 7 26 41 60 65
4 80 10 0 0 0 0 0 10
2 10 80 0 0 10 0 0 10
15 0 0 80 0 10 0 10 0
7 0 0 0 90 10 0 0 0
26 0 0 0 0 70 30 0 0
41 0 0 0 0 20 80 0 0
60 0 0 10 0 10 0 80 0
65 0 0 0 0 0 0 0 100
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Σήμα 6.10: Παρατηρούμε ότι η τενική HPM παρουσιάζει πάντα σημαντικά μεάες τιμές
στη διαώνιο συκριτικά με το BoW, εονός που δείνει ότι ταιριάζει τις εικόνες της ίδιας
κατηορίας σε μεαύτερο ποσοστό, κάνοντας ιότερα άη και κατ’επέκταση τις μααίνει
καύτερα.

Ακόμη, με άση το ράφημα 6.11 διαπιστώνουμε τα εξής:

• Γενικά καταδεικνύεται η δυσκοία ταξινόμησης ποών κατηοριών, δηαδή ότι όσο
αυξάνεται ο αριμός τν αξιοέατν πέφτει η ακρίεια ταξινόμησης και ο ταξινομητής
δυσκοεύεται να δώσει απάντηση.

• Όταν ο αριμός τν αξιοέατν είναι μικρός, η απόδοση τν δύο τενικών είναι συκρί-
σιμη με την HPM να υπερέει εαφρά κατά μέσο όρο (5%)και σ’ αυτή την περίπτση.
Όσο όμς το πείραμα μεαώνει και αυξάνει σε κίμακα, τόσο ίνεται πιο σαφής η
υπεροή του πυρήνα HPM έναντι του BoW, με την πρώτη τενική να παρουσιάζει με-
αύτερη ακρίεια ταξινόμησης (16.3822%), πού καύτερη διακριτική συμπεριφορά
και κατά συνέπεια πιο αποτεεσματική κατηοριοποίηση τν εικόνν.
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Σήμα 6.11: Καμπύες ακρίειας συναρτήσει του αριμού τν κατηοριών τν αξιοέατν
ια τον πυρήνα BoW και HPM.
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Κεφάαιο 7

Συζήτηση

Ήρε η ώρα να συνοψίσουμε το αποτέεσμα της ερασίας, να το αξιοοήσουμε και να
διερευνήσουμε πιανές προοπτικές ια περαιτέρ μεέτη και έρευνα.

Τα πειραματικά αποτεέσματα που παρουσιάσαμε και σοιάσαμε στην προηούμενη πα-
ράραφο οδηούν στη ετική αξιοόηση της αρικής ιδέα σε ποά επίπεδα. Καταφέραμε
να αναπτύξουμε μια μέοδο που ετιώνει τη μέρι τώρα αποτεεσματικότητα και απόδοση
τν τενικών κατηοριοποίησης εικόνν (ραμμικό πυρήνα BoW) συνδυάζοντας με επιτυία
σε ένα ενοποιημένο παίσιο τρία στοιεία: 1) τα SVM, 2) την αποδεδειμένα αποτεεσμα-
τική τενική ρικού ταιριάσματος HPM και 3) το ανεστραμμένο αρείο (δεικτοδότηση)
της διαδικασίας ανάκτησης εικόνν. Κοινή συνισταμένη τν τριών αυτών στοιείν είναι ο
αρμονικός συνδυασμός εκμάησης και ρικού ταιριάσματος, με αποτέεσμα την εξισορρό-
πηση της απαίτησης ια ενίκευση με τη διακριτική ικανότητα αντίστοια, και τη διατήρηση
της αναοίτου ς προς μετατόπιση, κίμακα και περιστροφή μέσ της ρήσης του HPM.
Επιπέον, τα SVM μαζί με την τενική δεικτοδότησης συνεισφέρουν σε αραιές και συμπα-
είς αναπαραστάσεις υοποιήσιμες με αμηές απαιτήσεις σε υποοιστικό ώρο και ρόνο,
δημιουρώντας το υπόαρο ια την ανάπτυξη αποδοτικών αορίμν κατηοριοποίησης
εικόνν.

Δυσκοίες παρουσιάστηκαν όσον αφορά σε heuristics κάποιν παραμέτρν, πιο συκε-
κριμένα της κανονικοποίησης τν δειμάτν του πυρήνα p, όπου παρατηρήηκε σημαντική
εξάρτηση από την τυαιότητα τν ρισμάτν κάε φορά τν δεδομένν. Παρόα αυτά η μέ-
οδος ανταποκρίνεται με επιτυία στο πρόημα που καούμαστε να ύσουμε. Ακόμη αξίζει
να αναφέρουμε ότι επιειρήσαμε να συνδυάσουμε σε αντίστοιη οική ταξινόμησης ποών
κάσεν και μεμονμένους ταξινομητές μονής κάσης ρίς αξιόοα όμς αποτεέσματα,
με άση έαια και τα δεδομένα, έτοιμα εραεία υοποίησης (LIBSVM tool). Ένα ακόμη
μειονέκτημα που παρατηρήηκε αποτεεί το εονός ότι ό της δυσκοίας του συνόου
δεδομένν απαιτείται σημαντικός αριμός ακόμη SV ια την εκπαίδευση τν μεμονμένν
ταξινομητών.

Στη μέοδο που περιράφουμε αποδώσαμε στην ανάκτηση εικόνν οηητικό ρόο, με
στόο τη ετίση της διαδικασίας κατηοριοποίησης εικόνν. Αντίστοια, αναφέρουμε ότι,
παρουσιάζεται μια εναακτική υοποίησης της διαδικασίας ανάκτησης εικόνν με άση τα
ήδη εκπαιδευμένα μοντέα σε μια οική ταξινόμησης ποών κάσεν, απαιτώντας μόνο
τον υποοισμό τν τιμών πυρήνα HPM της εικόνας αναζήτησης μόνο με τις εικόνες της
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άσης, οι οποίες αποτεούν τα SV τν ταξινομητών που έουμε εκπαιδεύσει. Κατά αυτό τον
τρόπο η εικόνα αναζήτησης α αποδίδεται σε μια συκεκριμένη κατηορία εικόνν, οπότε α
ανακτώνται άμεσα όες οι εικόνες της δεδομένης κατηορίας από τη άση ρίς πέον να
απαιτούνται ένα προς ένα συκρίσεις όν τν εικόνν, εισάοντας κατά αυτό τον τρόπο
και κάποια διάσταση σημασιοοικού περιεομένου στην όη διαδικασία. Επιπέον α πετυ-
αίναμε εξοικονόμηση υποοιστικού ώρου και ρόνου σε ειτουρία πραματικού ρόνου,
δεδομένν τν αραιών ύσεν που παρέουν τα SVM, εισάοντας παρόα αυτά ένα επιπέον
φόρτο “offline” εκπαίδευσης τν επιμέρους ταξινομητών τν κατηοριών τν εικόνν.

Για την πηρέστερη αξιοόηση της μεόδου α μπορούσαμε να μεαώσουμε την κί-
μακα τν πειραμάτν, όσον αφορά στον αριμό τν κατηοριών, καώς και να διεξάουμε
πειράματα σε περισσότερα και διαφορετικής μορφής σύνοα δεδομένν.

Μια άη προσέιση που α μπορούσε να διερευνηεί είναι να εφαρμοστεί το ταίριασμα
εικόνν απά με τη οική τν nearest neighbours ρίς τη διαδικασία εκμάησης. Η από-
φαση ταξινόμησης α αμάνεται με άση το μεαύτερο από ένα σταμισμένο άροισμα τν
αμοοιών ομοιότητας τν υψηά κατατεταμένν εικόνν ια κάε αξιοέατο/κατηορία.

Με άση τα αρνητικά που παρατηρήηκαν, περαιτέρ μεέτη α μπορούσε να εστιαστεί
στην αναζήτηση πιο αποτεεσματικών περιραφών μηανών εκμάησης προς ενσμάτση
στη διαδικασία κατηοριοποίησης. Πιανότατα, η διερεύνηση μεόδν εκμάησης κάε κατη-
ορίας με άση μόνο τα ετικά δείματα σε μια προσέιση προσδιορισμού της κατανομής
της κάε κατηορίας (distribution estimation) και όι τόσο διαρισμού τν δεδομένν,
να αποτεεί ενδιαφέρουσα εναακτική στην κατεύυνση της καύτερης και αποδοτικότερης
αντιμετώπισης της κατηοριοποίησης εικόνν.



Παράρτημα Αʹ

Πυρήνας πυραμίδας Hough

Αποδεικνύεται ότι στην περίπτση τν ποών επιπέδν ισύουν διαδοικά τα εξής:
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